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Tiivistelma: Tutkielma kasittelee sosiaali- ja terveydenhuollon asiakkaan segment-
timuutoksen ennustamista sosiaali- ja terveydenhuollon operatiivisista jarjestelmisti
kerittyjen tietojen avulla, hyddyntden neuroverkkoja. Tdssé tutkielmassa on toteutettu
aihetta tukeva kokeellinen osuus, jossa sosiaali- ja terveydenhuollon yli 70-vuotiaiden
asiakkaiden segmenttimuutosta ennustettiin kuuden kuukauden péddhédn viimeisesti
palvelutapahtuman merkinnistid. Kokeellista osuutta varten sosiaali- ja terveydenhuollon
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sena oli selvittdd, kuinka hyvin neuroverkkoja voidaan hyodyntidi segmenttimuutoksen
ennustamisessa. Lisédksi tutkielmassa tutkittiin kuinka neuroverkkoarkkitehtuurin valinta
vaikuttaa ennustemallin tarkkuuteen ja kuinka Suomen sosiaali- ja terveydenhuollon da-
taa voidaan hyddyntdd koneoppimisen tarkoituksissa. Kokeellisessa osuudessa valittiin
kaytettdviksi klassisia neuroverkkoja, takaisinkytkeytyvid neuroverkkoja, sekd konvoluu-
tioneuroverkkoja. Neuroverkkojen rakenteet, sekid kouluttamiseen kiytetty datajoukko
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Tutkielmassa huomattiin, ettd neuroverkkoarkkitehtuuri vaikuttaa ennustemallin tehok-
kuuteen ja arkkitehtuurin valinta voidaan perustella kaytetylld datajoukolla. Sosiaali- ja
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Abstract: The thesis focuses on the prediction of social and health care customer
segment change using data collected from social and health care operating systems,
utilizing neural networks. As part of the thesis, an experimental part has been carried
out, in which the six-month segment change on a social and health care client over the
age of 70 was predicted. For the experimental part, the social and health care client
was dynamically segmented according to the Pirjiddjd model. In addition, information
was collected from patient data and visitation records. The data set was collected
from a data warehouse in the Keski-Uudenmaan -sote consortium. The purpose of
the experimental part was to find out how effectively neural networks can be utilized
in predicting segment change. In addition, the thesis investigated how the choice
of neural network architecture affects the accuracy of the prediction model and how
social and healthcare operational data can be used to produce machine learning models.
In the experimental part, classical neural networks, recurrent neural networks, and
convolutional neural networks were selected for use. The structures of neural networks,
as well as the data set used for training, were based on findings from other similar
studies. For this purpose, 36 different combinations of parameters were chosen for
use in neural networks. The best achieved predictive accuracy was 0.853 and it was
achieved using a shallow recurrent neural network architecture. This architecture also
achieved the best prediction accuracies on average. Neural network architecture caused
a notable difference in performance and the used architecture should be selected based
on the used dataset. Different data structures and isolation of operational data cause
significant problems in data utilization. Standard codes, concept models, and the right
data warehousing techniques were possible solutions.
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Esipuhe

Tutkielma on tehty Itd-Suomen yliopiston tietojenkadsittelytieteen laitoksella vuonna

2021. Kiitian kaikkia tutkielmani teossa tukeneita ihmisia.
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Lyhenteet
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TN : Oikea negatiivinen (True negative)
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FN : Viiri negatiivinen (False negative)

LSTM : Pitki lyhytkestomuisti (Long short-term memory)

CNN : Konvolutioneuroverkko (Convolution neural network)

SQL : Relaatiotietokantojen kyselykieli (Structured query language)

HNHC : Suuren tarpeen ja suurien kustannuksien potilas (High-need, high-cost)
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1. Johdanto

Tiedon méirdn kasvu, sdhkoisten tietojarjestelmien edistyminen (Neittaanmaki, Tuo-
minen ym., 2019) ja koneoppimisen mallien kehittyminen (Kai ym., 2013) ovat mah-
dollistaneet monia kidytannon sovelluksia, esimerkiksi oppimisanalytiikkan sovellukset
(Mubarak ym., 2021), sosiaalisen median julkaisujen suosiota ennustavat mallit (De
ym., 2017) ja henkilon sairastumisen riskid ennustavat mallit (Muniasamy ym., 2019).
Osa koneoppimisen avulla tuotetuista ennustemalleista suoriutuvat tehtdvissid paremmin
kuin ammattilaiset (Hutson, 2017). Esimerkiksi neuroverkoilla toteutettu ennustemalli
pystyi erddssd tutkimuksessa ennakoimaan tulevaa syddnkohtausta tarkemmin kuin
ladkarit (Hutson, 2017). Koneoppimisen mallit, kuten neuroverkot, ovat siis soveltuvia
ennustemallien toteuttamiseen. Tehokkaiden ennustemallien avulla resursseja voidaan
hyodyntdad tehokkaammin. Ennustemallien avulla voidaan myos huomata asioita, jotka
ovat ihmiselle vaikeasti havaittavia (Albu & Stanciu, 2015). Nama johtavat monissa

toimenpiteissd kustannusten laskuun.

Suomen sosiaali- ja terveydenhuollosta aiheutuvat kustannukset ovat kasvaneet ta-
saisesti viime vuosina (Neittaanmaki & Lehto, 2018). On ennustettu, ettd nimi kus-
tannukset tulevat myos nousemaan tulevaisuudessa (Neittaanméki & Lehto, 2018).
Sosiaali- ja terveydenhuollon kustannusten kasvua voidaan pyrkid hillitseméén tuotta-
malla palveluita tehokkaammin. Neittaanmaki et al. mainitsevat tekodlyn merkittdvina
tyokaluna, jonka avulla néitd kustannuksia voisi hillitd (Neittaanméki & Lehto, 2018).
Tekoilyn avulla voidaan tuottaa ennustemalleja, joiden avulla pystytdin toteuttamaan
esimerkiksi ennaltachkiisevid hoitotoimenpiteitd. Suomen sosiaali- ja terveydenhuollon
tietojdrjestelmien integrointi ja hyddyntdminen ovat tirkedssid roolissa ennustemallien
tuottamisessa (Neittaanméki & Lehto, 2018). Suomessa 2019 saadetty laki sosiaali- ja
terveystietojen toissijaisesta kiytostd mahdollistaa terveystietojen tietoturvallisen kayttod

ohjaus-, valvonta-, tutkimus ja tilastotarkoituksessa (Sosiaali- ja terveysministerio, 2021).

Suomessa on tutkittu ja kehitetty potilasldhtoisia palvelupolkumalleja (Niemeld &

Kivipelto, 2019). Niiden palvelupolkujen tarkoitus on resursoida sosiaali- ja tervey-



denhuollon hoitopolku asiakkaan tarpeiden mukaan (Niemeld & Kivipelto, 2019).
Naité tarpeita voidaan selvittdd segmentoimalla sosiaali- ja terveydenhuollon asiak-
kaita erilaisiin asiakasryhmiin (Mékinen, 2018). Suomessa kehitetty Suuntima-malli
on yksi kdytossd olevista segmentointimalleista (Mékinen, 2018). Suuntima-mallin
avulla sosiaali- ja terveydenhuollon asiakkaat voidaan segmentoida neljdén erilaiseen
segmenttiin hoidon vaativuuden ja potilaan voimavarojen perusteella (Pirkanmaan sai-
raanhoitopiiri, 2021). Segmentointimalleja voidaan my0s hyddyntda ennustemallien
toteuttamisessa. Voimme esimerkiksi kouluttaa ennustemallin, jonka avulla voidaan
ennustaa sosiaali- ja terveydenhuollon asiakkaan riskid joutua suurien kustannusten
segmenttiin. TAtd ennustetta voitaisiin hyodyntdd myos sosiaali- ja terveydenhuollossa
ennaltaechkiisevissa palveluissa estimaissi riskien realisoitumista. Onnistuneet viliin-
tulot edistédvit sosiaali- ja terveydenhuollon asiakkaan terveyttd ja tuottavat sddstoji

palveluiden jarjestéjille (Neittaanméki & Lehto, 2018).

Tamin tutkielman toteuttamisen suurimpana motivaationa on oma henkilokohtainen
halu olla edistimissa kustannustehokkaampaa ja asiakasldhtoisempai sosiaali- ja ter-
veydenhuoltoa Suomessa. Tutkielmassa kaytettidviksi menetelméksi ennustemallien
tuottamiseen valikoitui neuroverkot ja niiden erilaiset arkkitehtuurit. Neuroverkot ovat
saaneet lupaavia tuloksia ennustetarkkuuden osalta monissa tutkimuksissa (Shamshir-
band ym., 2020). Tutkielman tuoman mahdollisuuden my6ti oli myos mielenkiintoista
lahted hydodyntdméddn Suomen sosiaali- ja terveydenhuollon tietojérjestelmien tuottamaa

dataa ennustemallien toteutuksessa.

Tamai tutkielma on toteutettu yhteistyossid Keski-Uudenmaan sote -kuntayhtymén (Keu-
sote) tietovarastointihankkeen kanssa. Tutkimuksen tuloksia hyddynnetdin Keusoten

sosiaali- ja terveydenhuollon asiakkaiden segmenttimuutosten ennustamiseen.

1.1 Tutkimuskysymykset

Tutkielman tutkimuskysymykset ovat muodostuneet kokeellisen osuuden ympirille. Tut-
kielman kokeellisessa osuudessa tarkoituksena on ennustaa sosiaali- ja terveydenhuollon
asiakkaan segmenttimuutosta hyodyntiden neuroverkkoja. Nama ennustemallit pyrkivit
ennustamaan tapahtuuko asiakkaalla segmenttimuutos kuuden kuukauden pédsta viimei-
sestd sosiaali- ja terveydenhuollon kdynnistd. Tutkielman tavoitteena on tutkia kuinka
tarkasti neuroverkoilla voidaan ennustaa segmenttimuutosta hyodyntiden sosiaali- ja
terveystietoa. Tutkielmassa pyritddn myos selvittamiin, onko erilaisilla neuroverkkoark-

kitehtuureilla vaikutusta ennustemallin suorituskykyyn. Lisiksi tarkastellaan kuinka



Suomen sosiaali- ja terveydenhuollon tuottamaa tietoa voidaan hyodyntéda ja millaisia

haasteita koulutukseen kéytettdvien datajoukkojen kerdyksessi voi olla.

Tutkimuskysymykset ovat seuraavat:

* Kuinka Suomen sosiaali- ja terveydenhuollon dataa voidaan keriti, jotta sitd voi

hyddyntdd koneoppimisen ennustemallien kouluttamisessa?

» Kuinka tarkasti neuroverkot pystyvit ennustamaan sosiaali- ja terveydenhuollon

asiakkaiden segmenttimuutoksia?

* Miten neuroverkon arkkitehtuuri vaikuttaa sosiaali- ja terveydenhuollon asiakkaan

segmenttimuutoksen ennustemallin suorituskykyyn?

1.2 Tutkielman rakenne

Tutkielman toinen luku késittelee neuroverkkojen teoreettista taustaa. Luvussa pereh-
dytdin kokeellisessa osuudessa kdytettyihin aktivointifunktioihin, virhefunktioihin ja
erilaisiin neuroverkkoarkkitehtuureihin. Luvussa kdydain ldpi klassisien neuroverkkojen,
LSTM-neuroverkkojen ja konvoluutioneuroverkkojen arkkitehtuurien perusteet. Tavoit-
teena on médritelld kuinka neuroverkot toimivat ja kuinka neuroverkoilla toteutettuja
ennustemalleja voidaan kouluttaa ja arvioida. Lisiksi luvussa perehdytéén erilaisten

neuroverkkoarkkitehtuurien hyodyntdmiseen sosiaali- ja terveydenhuollossa.

Tutkielman kolmas luku esittelee sosiaali- ja terveydenhuollon asiakkaan segmenttimuu-
toksen ennustamisen periaatteet. Luvussa perehdytiin sosiaali- ja terveydenhuollon
asiakkaan segmentoimiseen. Tutkielman kokeellista osuutta varten luvussa perehdytédédn
Suomessa kaytettyihin Suuntima- ja Parjddja-malleihin. Luvussa perehdytddan myos
Suomen sosiaali- ja terveydenhuollossa tuotettuun dataan ja sen hyodyntdmiseen koneop-
pimisen kontekstissa. Tavoitteena on kidyda ldpi kuinka sosiaali- ja terveydenhuollon
operatiivisten jirjestelmien tietoa voidaan integroida suureksi hyodynnettiviksi koko-
naisuudeksi. Lisdksi luvussa tehddén kirjallisuuskatsaus tutkimuksista joissa sosiaali- ja
terveydenhuollon asiakkaiden tai potilaiden segmenttimuutoksia on ennustettu erilaisilla

menetelmilla.

Tutkielman neljdnnessd luvussa kuvataan tutkielman kokeellisen osuuden toteutus.
Kokeellisessa osuudessa toteutetaan sosiaali- ja terveydenhuollon asiakkaiden dynaami-

nen kuukausitason segmentointi. Ennustemalleja varten koulutusdataan kerétdén lisdksi



erilaisia palvelutapahtumien merkint6jd kymmenen kuukauden ajalta sosiaali- ja tervey-
denhuollon asiakkaasta. Tami data on periisin Keski-Uudenmaan sote -kuntayhtymén
tietovarastosta. Luvussa toteutetaan 36 erilaista neuroverkkomallia kdyttden avoimen
lahdekoodin python-kirjastoja. Neuroverkkojen koulutus toteutetaan kokeellisessa osuu-
dessa kerdtyn datajoukon avulla. Ndiden ennustemallien tarkoitus on ennustaa sosiaali-
ja terveydenhuollon asiakkaan riskid valitulle segmenttimuutokselle kuuden kuukauden
padstd viimeisestd palvelutapahtuman merkinnisti. Kaytettivit neuroverkkoarkkitehtuu-
rit ovat klassinen neuroverkko, LSTM-neuroverkko ja konvoluutioneuroverkko. Liséksi
luvussa vertaillaan neuroverkkomallien antamia tuloksia hyodyntéden esiteltyjd suori-
tuskyvyn mittareita. Myos erilaisten neuroverkkoarkkitehtuurien vaikutusta saatuihin

tuloksiin analysoidaan.

Tutkielman viidennessé ja viimeisessd luvussa kdydadn 1dpi muodostuneet johtopadtok-
set tutkimuskysymyksien osalta. Luvussa pohditaan myos kokeellisen osuuden tuloksien
merkitystd Suomen sosiaali- ja terveydenhuollon kannalta. Lisdksi luvussa kisitellaan

aitheen mahdollisia jatkotutkimuskohteita.



2. Neuroverkot

Keinotekoiset neuroverkot (Artificial neural networks, ANNs) ovat tiedon kisittelyn
matemaattisia malleja, jotka ovat saaneet vaikutteita biologisten aivojen neuronien toi-
minnasta (Bishop, 2006). Neuroverkot luokitellaan osaksi koneoppimista (Goodfellow
ym., 2016) ja edustavat sielld omaa alakategoriaansa. Neuroverkkoja - ja varsinkin
syvid neuroverkkoja (Deep neural networks, DNNs) - voidaan hyodyntida esimerkiksi
ennustemallien tai luokittelijoiden tekemiseen ja niiden avulla on pystytty saavuttamaan
todella lupaavia ennustetarkkuuksia esimerkiksi kuvantunnistuksen (Pak & Kim, 2017),
puheentunnistuksen (Zhang ym., 2018), seki sosiaali- ja terveydenhuollon saralta (Miot-
to ym., 2016). Lisdksi neuroverkkojen kyky 10ytidd syotedatasta monimutkaisia yhteyksia
(Feature extraction) (Bishop, 2006), joka voi olla muissa tekoédlyn menetelmissd haasta-

vampaa, on todella kasvattanut neuroverkkojen suosiota.

Luvussa 2.1 kdydaan lapi neuroverkon rakennetta ja neuronien matemaattinen esi-
tysmuoto. Luvussa 2.2 kdydaén lapi erilaisia neuroverkoissa kaytettyji aktivointifunk-
tioita ja niiden tarkoitusta. Luvussa 2.3 alustetaan neuroverkon kouluttamista kdymaélld
lapi erilaisia virhefunktioita ja niiden merkitystd neuroverkossa. Luvussa 2.4 kdydadéin
ldpi erilaisia neuroverkkoarkkitehtuureja, joita kdytetddn tutkielman kokeellisessa osuu-
dessa. Luvussa 2.5 kdydddn 1dpi neuroverkkojen kouluttamiseen liittyvai teoriaa ja
perehdytddn adam-optimointialgoritmiin. Viimeisessd luvussa 2.6 kdydaén 1dpi kuinka

bindéristen luokittelijamallien tehokkuutta voidaan vertailla erindisen mittarien avulla.

2.1 Neuroverkkojen rakenne

Neuroverkko koostuu keinotekoisista neuroneista ja ndiden vililld olevista linkeistd
(Bishop, 2006). Neuronit muodostavat useita kerroksia, joista ensimmaiinen kerros on
syotekerros (Input layer) ja viimeinen vastekerros (Output layer). Syvissd neuroverkoissa
ndiden kahden kerroksen vilissd on myos viahintddn kaksi piilotettua kerrosta (Hidden

layer). Kuva (2.1) havainnollistaa timén kerroksittaisen rakenteen. Syotekerroksen data



Kuva 2.1: Syvi neuroverkko, joka koostuu kolmesta syotekerroksen neuronista, kahdesta
ensimmadisen piilokeroksen neuronista, kahdesta toisen piilokerroksen neuronista ja
yhdesti vastekerroksen neuronista (Goodfellow ym., 2016).

kuljetetaan linkkeji pitkin seuraavaan kerrokseen, josta kisittelyn jdlkeen se vieddén seu-
raavaan kerrokseen, kunnes saavutaan vastekerrokseen. Tamin kaltaisia neuroverkkoja
kutsutaan eteenpdin kytketyiksi neuroverkoiksi (Feedforward neural networks, FNNs),
jotka ovat yleisimpid neuroverkkorakenteita (Bishop, 2006). Lisédksi on olemassa myos
takaisinkytkettyja neurovekkoja (Recurrent neural networks, RNNs) (Goodfellow ym.,
2016), joissa data voi kulkea neuronilta takaisin ylempiin kerroksiin tai takaisin itseensa.

Neuroverkon syotekerrokseen annetaan syotevektori x, joka on ilmaistu kaavassa
(2.1) (Goodfellow ym., 2016). Syotevektori x siséltidd erilaiset arvot x;...x,. Jokaista
syotevektorin x arvoa xi...x, kohti, neuroverkon syotekerroksessa on yksi sydteneuro-
ni. Ndmai syotteet ovat linkitetty seuraavan kerroksen neuroneihin. Linkeilld on omat
painokertoimet, jotka ilmaistaan vektorilla w. Painokertoimen avulla voidaan sditiai
parametrin vaikutusta vasteeseen. Painokertoimien joukko on ilmaistu kaavassa (2.1)
(Goodfellow ym., 2016) (Goodfellow ym., 2016)

X1 wq
X2 w7

X=|_ |w=]| _|. (2.1)
Xn Wp

Seuraavaksi neuronissa lasketaan aktivointisumma a, joka kuvaa kuinka vahvasti
neuronia on aktivoitu linkkien kautta. Tama on esitetty kuvassa (2.2). Neuroniin vaikut-
tavat siis kaikki siihen linkitetyt neuronit. Matemaattisesti ilmaisten neuronin aktivaatio
on syotevektorin X ja linkkien painovektorin w tulo, johon lisdtdédn vield neuronikohtai-

nen vakiotermi (Bias) b. Vakiotermin avulla voidaan sadtiad neuronin aktivoitumisen



herkkyyttd. Kokonaisuutena neuronin aktivaatiosumma a lasketaan kaavalla (2.2) (Good-
fellow ym., 2016)

W1

Wa

W3

Kuva 2.2: Kaavio yhden neuronin rakenteesta. Neuroverkkoon saapuvat syotteet ker-
rotaan linkkien painokertoimilla wy...ws. Nama tulot summataan yhteen ja summaan
lisdtddn neuronin vakiotermi b. Saatu aktivaatiosumma a syotetddn aktivointifunktioon
¢(). Tamai arvo ldhetetddn seuraavan kerroksen neuroneille (Bishop, 2006).

xiw,-) +b. (2-2)

Kun neuronin aktivointisumma a on laskettu, syotetddn se neuronin aktivointifunktioon
#(). Aktivointifunktio kuvaa kuinka vahvasti neuroni aktivoi siihen linkittyneitd neuro-
neita. Aktivointifunktion vaste on arvo, joka syotetddn seuraavan kerroksen neuroneihin.

Aktivointifunktioihin perehdytdin tarkemmin luvussa 2.2.

Kun aktivointisumma on laskettu, neuroni vie timén arvon ¢(a) linkkeji pitkin seu-
raaville neuroneille, jossa sama edelld kuvattu prosessi toistuu, kunnes saavutaan
vastekerrokseen. Vastekerroksessa oleva arvo on §,,, joka kuvaa neuroverkon estimaattia
kyseiselle syotevektorille x,. Neuroverkkoa voidaan siis kasitelld funktiona, joka saa
syotteen x ja palauttaa tuloksen j. Se, kuinka tehokkaasti neuroverkko pystyy esittdméén
datajoukon, riippuu neuroverkon neuronien méérastd, kerroksien méaristd, seka kaikista
neuroverkon parametreista. Neuroverkon parametrit ovat kaikkien kerroksien neuronien

vilisten linkkien kertoimet w, sekid neuronien vakiotermit b.

2.2 Aktivointifunktiot

Aktivointifunktion (Activation function) tarkoituksena on muodostaa neuroverkosta

epilineaarinen malli (Goodfellow ym., 2016), jotta neuroverkko oppii tehokkaammin



ratkaisemaan monimutkaisempia tehtivid (Goodfellow ym., 2016). Aktivointifunktiot
tekevit aktivaatiosummalle a epélineaarisia muunnoksia (Nwankpa ym., 2018). Akti-

vointifunktiota ilmaistaan tdssi tutkielmassa merkinnalld ¢ ().

Aktivointifunktioita on paljon erilaisia (Nwankpa ym., 2018). Niitd sovelletaan erilaisiin
neuroverkkoarkkitehtuureihin ja tarkoituksiin (Nwankpa ym., 2018). Monikerroksi-
sissa neuroverkoissa on yleisti kdyttad Tanh, Sigmoid, Re LU ja So ftmax funktioita
(Nwankpa ym., 2018). Osa aktivointifunktioista on hyvin yleiskdyttoisid, mutta jotkin
ovat kehitetty tietyn tarkoitusperdn mukaan (Nwankpa ym., 2018). Aktivointifunktioiden
valintaan vaikuttaa my0s aktivointifunktion vasteen vaihteluvili (Nwankpa ym., 2018).
Neuroverkkojen eri kerroksissa voidaan myos tarvittaessa kayttda eri aktivointifunktioita
(Goodfellow ym., 2016).

Yleisid aktivointifunktioita ovat Tanh ja Sigmoid (Nwankpa ym., 2018), joissa syote
muuttuu a tietylle vaihteluvilille (Nwankpa ym., 2018). Tdmin auttaa vasteiden kasvun
rajoittamisessa, ja siten helpottaa vertailua (Nwankpa ym., 2018). Namé aktivointifunk-

tiot ovat esitetty seuraavasti kaavoissa (2.3) ja (2.4) (Nwankpa ym., 2018),

sigmoid(x) = (1 + )71, (2.3)
~ (ef —e™)
tanh(x) = —(ex e 2.4)

Yksi todella yleisesti kdytossad oleva aktivointifunktio on Re LU-funktio (Rectified
linear unit) (Nwankpa ym., 2018). Tamai aktivointifunktio paéstié ldpi vain positiivisen
syotteen (Nwankpa ym., 2018), joka voidaan ajatella neuronien aktivoitumista kuvaa-
vaksi. Neuronit tulostavat siis aina positiivista syotettd, eivatki negatiiviset vasteet ole
mahdollisia. Re LU-funktio on kuvattu kaavassa (2.5) (Nwankpa ym., 2018),

0 josx <O

ReLU(x) = (2.5)

X muuten

LReLU-funktio (Leaky rectified linear unit) on variaatio Re LU-funktiosta. Tahin

aktivointifunktioon syodtetyt negatiiviset arvot padsevit hyvin pienind arvoina funktiosta



lapi. Tamédn on huomattu empiirisissi kokeissa nopeuttavan neuroverkkojen oppimista
(Maas ym., 2013). LRe LU-funktio on kuvattu kaavassa (2.6) (Maas ym., 2013),

x josx >0
LReLU(x) = . (2.6)

< muuten
a;i

So ftmax-funktio on taas muista poikkeava silld, ettd sen avulla kaikkien sen akti-
voivan kerroksen neuronien syotteistd tulee todennédkoisyyttda kuvaavia (Nwankpa ym.,
2018). Jokainen arvo on lukuvililld [0, 1] (Nwankpa ym., 2018), ja kaikkien kerroksen
neuronien summaksi tulee 1 (Nwankpa ym., 2018). Tatéd aktivointifunktiota kiytetddn
usein luokitteluongelmia (Classification) ratkaisevien neuroverkkojen vastekerroksessa
(Nwankpa ym., 2018), jossa jokainen neuroverkon vastekerroksen neuroni kuvaa kuinka
todennikoisesti syote x kuuluu luokkaan 7, (Nwankpa ym., 2018). Tdma on kuvattu
kaavassa (2.7) (Nwankpa ym., 2018),

exp(xi)

e 2.7
S exp(n)) 7)

softmax(x;) =

2.3 Virhefunktiot

Neuroverkkojen kouluttamista varten tarvitaan metodi, jonka avulla kouluttamisen
tulosta voidaan mitata. Tarkoitusta varten on kehitetty virhefunktio (Cost function)
(Goodfellow ym., 2016), jota merkitddn E(6, X). Se on oleellinen osa neuroverkon
tehokasta kouluttamista (Goodfellow ym., 2016). Virhefunktio laskee, kuinka oikeellisia
tai virheellisid tuloksia nykyiset parametrit € antavat harjoitusdatalle X (Goodfellow ym.,
2016). Virhefunktio myos yksinkertaistaa erityisesti monimutkaisten mallien suoritus-

kyvyn vertailua, koska virhefunktion vaste on aina yksi skalaari (Goodfellow ym., 2016).

Virhefunktion avulla voidaan muuttaa neuroverkon kouluttaminen virhefunktion vas-
teen optimointiongelmaksi (Goodfellow ym., 2016), jossa tavoitteena on minimoida
virhefunktion vaste (Goodfellow ym., 2016). Sen lisdksi virhefunktiota hyddynnetdin

neuroverkon parametrien € muutoksen mairittelyssd (Goodfellow ym., 2016).

Virhefunktioita on useita erilaisia (Goodfellow ym., 2016), ja niilld on toisistaan

poikkeavia ominaisuuksia, joiden perusteella haluttu funktio otettaisiin kdyttoon neu-



roverkossa. Yleensd neuroverkoissa, joissa ratkaistaan regressio-ongelmia, kéytetdan
keskineliovirhettd (Mean squared error, MSE) (Goodfellow ym., 2016). Luokitteluon-
gelmissa kiytetddn sen sijaan usein risti-entropiaa (Cross-entropy) (Goodfellow ym.,
2016).

Keskineliovirheessa lasketaan jokainen neuroverkon vasteen j, ja oikean arvon yj,
erotus (Goodfellow ym., 2016). Néistd erotuksista otetaan nelio ja sen jilkeen ne sum-
mataan yhteen (Goodfellow ym., 2016). Tim4i on esitetty kaavassa (2.8) (Goodfellow
ym., 2016),

1 n
E0.X) =~ ) (s =) (2.8)
i=1

Summaamalla erotusten nelioitd, saadaan esimerkiksi se matemaattinen ominaisuus,
ettd funktion vaste on aina positiivinen (Goodfellow ym., 2016). Keskineliovirheen on-
gelmana on kuitenkin se, ettd siind painotetaan suuresti poikkeavia havaintoja enemmaén

kuin useita pienempid virheitd, johtuen potenssin ominaisuudesta.

Risti-entropiassa (Cross-Entropy) on toinen virhefunktio (Goodfellow ym., 2016).
Risti-entropia rankaisee ennusteita, jotka ovat hyvin varmoja viérastd luokitteluluokasta
(Goodfellow ym., 2016). Tami on kuvattu kaavassa (2.10). Binddriluokittelussa kaava
voidaan esittdd vield yksinkertaisemmin. Bindériluokittelun laskentatapa on esitetty
kaavassa (2.9) (Goodfellow ym., 2016),

E(6,X) = =(ylog(p) + (1 = y)log(1 - p)). (2.9

Tiassd y merkitsee, kuuluuko oikea tulos luokkaan; y on siis 1, jos oikea arvo kuuluu
luokkaan, ja 0, jos ei kuulu luokkaan. p merkitsee sitd, kuinka suurella todennédkoi-
syydelld neuroverkon vaste 7 uskoo sen kuuluvan luokkaan. Tama on esitetty kaavassa
(2.10) (Goodfellow ym., 2016),

C
E(0,X) == ) 10g(po(§:))Yo,- (2.10)

Y,.; merkitsee, onko kyseinen oikea tulos y luokkaai. y, ; on siis 1, jos y; kuuluu luokkaan

10



i, ja muuten 0. C:n avulla merkitddn kuinka monta eri luokkaa meilld on luokittelevassa
neuroverkossa. p,(7;) avulla merkitdin todenndkdisyyttd sille, ettd neuroverkon vaste i

kuuluu luokkaan i.

2.4 Neuroverkkoarkkitehtuurit

Neuroverkoilla on useita eri kidytdnnon sovelluksia, ja tdstd syystd myos neuroverk-
koarkkitehtuureja on kehitetty erilaisten asetelmien tarpeisiin. Luvussa 2.1 esitelty
eteenpdinkytketty syva neuroverkko on yleisin arkkitehtuuri, joka on usean erilaisen
neuroverkkoarkkitehtuurin perusta. Muut neuroverkkoarkkitehtuurit tyypillisesti lisddvit
erindisid kokonaisuuksia tai muuttavat verkon rakennetta. Neuroverkkoarkkitehtuureista
yleisesti tunnettuja ovat syvéd neuroverkko (Deep neural networks), takaisinkytketty
neuroverkko kuten pitkd lyhytkestomuisti (Long short-term memory, LSTM), konvoluu-
tioneuroverkko (Convolutional neural network, CNN), autoenkoodaaja (Autoencoder)
ja generatiivinen kilpaileva verkosto (Generative adversarial network, GAN) (Bishop,
2006)'. Niistd konvoluutioverkkojen arkkitehtuuria ja LSTM-arkkitehtuuria kisitellaan
tarkemmin tdsséd luvussa, koska niitd hyodynnetdin tutkielman kokeellisessa osuudessa.

Takaisinkytketyt neuroverkot perustuvat neuroverkkoarkkitehtuuriin, jossa sisdistd muis-
tia hyodyntamaélla pystytidin kasittelemdin tulevia syotteitd tehokkaasti (Goodfellow ym.,
2016). Esimerkiksi sadtilanteen kehittymisen ennustamisessa on oleellista ymmartid
muutaman edellisen péivin kehitys. Takaisinkytketyt neuroverkot pystyvit havaitsemaan
néitd yhteyksii tehokkaasti ja hydodyntamaién néitd estimoinnin aikana (Pandey & Janghel,
2019). Yksi takaisinkytketyn neuroverkon alalaji on LSTM-arkkitehtuuri, jonka avulla
neuroverkolle voidaan kouluttaa pitkén aikavilin riippuvuussuhteita muita takaisinkyt-
kettyjd neuroverkkoja tehokkaammin (Pandey & Janghel, 2019). LSTM-arkkitehtuurit
ovat toimineet hyvin ennustemalleissa, joissa késitellddn aikaan sidottua syotettd, kuten
esimerkiksi kielen tulkintaa, jossa konteksti on tirked osa kielen ymmartamistd. Tasti
syystd LSTM-arkkitehtuuri on yleistynyt erittdin vahvasti takaisinkytkettyjen neuroverk-
kojen standardiksi (Le ym., 2019).

Kuvassa (2.3) nikyy yksi LSTM-arkkitehtuurissa esiintyva muistisolu (Memory block).
Solu laskee ja kuljettaa kahta tilaa sisdlldin joita kutsutaan solutilaksi (Cell state) ja pii-
lotetuksi tilaksi (Hidden state). Solutila merkitdéin kuvassa C ja sen tarkoitus on sdilyttad
padketjun datakulku. Solutila viedédédn seuraavaan muistisoluun kahden epilineaarisen

muunnoksen ldvitse. Piilotettu tila 4 lisdtiddn syotteeseen x, jota hyodynnetdin uuden

!Termien suomennukset ovat keritty osoitteesta https://course.elementsofai.com/fi/5/3
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solutilan C, sekd uuden piilotetun tilan /4 laskemiseksi.

Tuloste

svc::::fa m scl:Ill.llfiila
[ sigmoid | | sigmoid | |
[ : . J | T ) L+ ]

A A A A
RIERTE | .

=X /

Vanha Uusi
piilqtettu piilotettu
tila @ tila

Syote

Kuva 2.3: LSTM-neuroverkon rakenne kuvattuna kaaviona. Vanhan solutilan C;_; ja
vanhan piilotetun tilan /,_; avulla syote x; muunnetaan vasteeksi h; ja piivitetadan
solutila C,, seki piilotettu tila h,. Kaaviossa b on vakiotermi. Sigmoid ja Tanh ovat
aktivointifunktioita ja + ja X operaatiot vastaavat vektorioperaatioita (Le ym., 2019).

Ensimmaisessi vaitheessa lasketaan unohdusportin f; arvo, jonka avulla LSTM-neuroverkko
madrittelee informaation, jota ei hyodynnetd. Tidma voidaan laskea kaavan (2.11) avulla
(Pandey & Janghel, 2019)

fi = sigmoid(Wy - [hi—1,x:] + by), (2.11)

jossa sigmoid on kaavassa (2.3) esitetty aktivointifunktio, W painokertoimien matriisi,

x; syote, h,_y piilotettu tila ja b muistisolun vakiotermi.

Seuraavaksi lasketaan kuinka paljon syote x; vaikuttaa nykyiseen solutilaan C;. Edelli-

nen solutila C;_; kerrotaan kaavalla (2.11) lasketulla unohdusportin arvolla f;. Tdhédn
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tuloon lisétdsn laskettu arvo C,, joka kerrotaan Sigmoid-funktiolla saadulla arvolla i;.
Uusi solutila C; lasketaan seuraavia kaavoja (2.12), (2.13) ja (2.14) kiyttaen (Pandey &
Janghel, 2019)

ir = sigmoid(W; - [hy—1,x:] + b;), (2.12)
C; = tanh(We - [hi1,x] + b)), (2.13)
Ci=fi%C_y +i; % Cy, (2.14)

jossa C;—1 ja C; ovat edellinen ja nykyinen solutila, W painomatriisi, Sigmoid ja

Tanh aktivointifunktioita ja b vakiotermi.

Viimeiseksi lasketaan uuden solutilan C; avulla LSTM-neuroverkon vasteen, joka
on myos uusi piilotettu tila. Tima lasketaan syotteen kaavan (2.15) avulla, joka suodate-
taan lopuksi kertomalla o; tanh-funktion ldpi kéytetyllad solutilalla. Tamé on esitetty
kaavojen (2.15) ja (2.16) avulla (Pandey & Janghel, 2019)

0; = sigmoid (W, [hi—1,x:] + b,), (2.15)

h; = o; * tanh(Cy), (2.16)

jossa o, on viliaikainen vastetila ennen suodatusta ja 4, on lopullinen vaste.

Konvoluutioverkot ovat laajalle yleistynyt syvdoppimisen haara, joka on saanut al-
kunsa visuaalisen aistin tekniikoiden avulla Fukushiman ja Kunihikon 1980-luvulla ke-
hittiméstd neocognitron-verkosta (Fukushima ym., 1983). Konvoluutioverkko voi 10ytda
tehokkaan esityksen raakakuvassa esiintyvéstd hahmosta, miké tekee kuvien tunnistami-
sen mahdolliseksi tehokkaalla tavalla (Dumoulin & Visin, 2016). Konvoluutioverkon
arkkitehtuuri ja toimintamalli on havainnollistettu kuvassa (2.4). Konvoluutioverkossa
syotteelle toteutetaan konvoluutio-operaatio matriisien kertolaskun sijasta muutamassa
kerroksessa, jonka jidlkeen se syotetddn syviddn neuroverkkoon. Konvoluutioverkon
hyotyja ovat harvan datan automaattinen késittely ja tehokas ominaisuuksien poiminta
raakadatasta. Konvoluutioverkko tarvitsee kuitenkin suuren datajoukon toimiakseen
tehokkaasti. MyOs parametrien asettaminen voi osoittautua haasteelliseksi (Pandey &
Janghel, 2019).
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o TEL B

Sydte Konvoluutiokerros Yhdistekerros Litistyskerros Neuroverkko

Kuva 2.4: Konvoluutioneuroverkon arkkitehtuuri. Sydtematriisi yhdistyy konvoluutio-
kerrokseen, joka muodostaa ominaisuuskarttoja. Ominaisuuskartat syotetdén yhdisti-
miskerrokseen, jonka jidlkeen moniulotteiset matriisit litistetdéin. Tama litistetty kerros
yhdistetddn neuroverkkoon syotteend (Pandey & Janghel, 2019).

Konvoluutioverkot koostuvat yleensi konvoluutiokerroksesta (Convolution layer), yhdis-
tdmiskerroksesta (Pooling layer) ja tiysin yhdistetystd kerroksesta (Fully connected).
Syotematriisista keratadn ominaisuuksia konvoluutiokerroksissa kéytetyin parametrin
ja muodostetaan ominaisuuskarttoja (Feature map). Tati toistetaan kunnes kaikki omi-
naisuuskartat ovat muodostettu. Yhden ominaisuuskartan laskeminen voidaan ilmaista
kaavalla (2.17) (Pandey & Janghel, 2019)

YL o =wixl 4+ bl

m,n,i i"*m,n i’

(2.17)

jossa Y merkitsee i:ttd ominaisuuskartan /:ttd kerrosta, x syottokorjauksen aluetta,

w painokerrointa ja b vakiotermid.

Lasketuille ominaisuuskartoille tehdaian transformaatio, kuten aiemmissa neurover-

koissa. Tama on ilmaistu kaavassa (2.18) (Pandey & Janghel, 2019)

Zrln,n,i = ¢(len,n,i)’ (218)

jossa ¢() merkitsee kdytettyd epélineaarista aktivointifunktiota ja Z transformoitua

ominaisuuskarttaa.
Tyypillisid aktivointifunktioita konvoluutiossa ovat jo aiemmin kaavoissa esitetyt Re LU,

Sigmoid ja Tanh (Pandey & Janghel, 2019). Yhdistamiskerroksen tarkoituksena on

pienentidd muodostuneiden matriisien kokoa. Tavoitteena on pienentdd ominaisuuskartto-
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jen resoluutiota ilman, ettd ominaisuuskartan ennustevoima katoaisi. Yhdistimiskerros

voidaan ilmaista matemaattisesti kaavalla (2.19) (Pandey & Janghel, 2019)

X} i = pool(Z},, )¥(q.p) € Ry (2.19)

jossa pool() merkitsee yhdistamisfunktiota ja X saatua lopputulosta.

Lopuksi konvoluutioverkon vaste muotoillaan yhdeksi parametrijonoksi, joka syo-
tetddn taysin yhdistettyyn (Fully connected) neuroverkkoon. Neuroverkossa syotteisti

lasketaan vastetta, kuten luvussa 2.1 esitetdin.

Pandey ja Janghel (2019) tutkimuksessa todetaan, ettd neuroverkkoarkkitehtuurilla
merkittdava rooli toteutuksen kannalta. Erilaiset arkkitehtuurit sisdltivit positiivisia ja
negatiivisia vaikutuksia (Pandey & Janghel, 2019). Takaisinkytketyt neuroverkot pysty-
vit tallentamaan aikasarjatietoa (Pandey & Janghel, 2019). Tamén arkkitehtuurin avulla
pystytdaan kayttamiidn syotteend eripituista listaa perdkkaisistd datapisteistd (Pandey &
Janghel, 2019). Takaisinkytketyt neuroverkot eivit kuitenkaan ole tehokkaita syvempien
neuroverkkojen osana (Pandey & Janghel, 2019). Lisiksi takaisinkytkettyjen neuroverk-
kojen koulutuksessa voidaan tormata erilaisiin ongelmiin katoavan gradientin (Vanishing
gradient) kanssa (Pandey & Janghel, 2019). Konvoluutioneuroverkkojen avulla voidaan
saada hyvid koulutustuloksia vaikka datajoukko olisi harva (Sparse) (Pandey & Janghel,
2019). Konvoluutioneuroverkot tarvitsevat kuitenkin paljon koulutusdataa hyvia tuloksia
varten (Pandey & Janghel, 2019).

2.5 Neuroverkkojen kouluttaminen

Neuroverkkojen kouluttaminen voidaan luokitella joko ohjattuun oppimiseen (Supervi-
sed learning), ohjaamattomaan oppimiseen (Unsupervised learning) tai vahvistusoppi-
miseen (Reinforcement learning) (Bishop, 2006). Ohjatussa oppimisessa neuroverkkoa
koulutetaan jo tiedossa olevia tuloksia kéyttien (Goodfellow ym., 2016). Télloin datasta
1oytyy syotedata x ja sitd vastaava tulosdata y, jolloin neuroverkko pyrkii 16ytdméén funk-
tion, jonka avulla voitaisiin mallintaa kaikki annetut datapisteet (x, y). Ohjaamattomassa
oppimisessa koulutuksen yhteydessi ei ole haluttua tulosdataa y, vaan koulutustilan-
teessa koulutettava malli pyrkii itse muodostamaan mallin 1dhtodatasta, esimerkiksi

loytamailla poikkeavat syotteet tai 10ytamalla syotteiden yhteisid tekijoitd (Bishop, 2006).
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Vahvistusoppimisessa, neuroverkon koulutuksessa malli saa simuloidulta ympéristolta
palkinnon, jos se tuotti halutun suuntaisia tuloksia (Bishop, 2006). Télloin algoritmi
pyrkii maksimoimaan palkintojen méarin 1oytden mahdollisesti halutun, hyvén tai uuden
toimintatavan. Tutkielmassa keskitytddn ohjatun oppimisen késittelyyn, silld kyseinen

kouluttamismalli on kdytossi tutkielman kokeellisessa osuudessa.

Ohjatussa oppimisessa datapisteet (x, y) voidaan jakaa kolmeen luokkaan: koulutus-
dataan, validointidataan, seka testausdataan. Koulutusdatan X;,,;, datapisteiden avulla
neuroverkkoa koulutetaan ja tdhin luokkaan laitetaan noin 50-60% kaikesta saatavilla
olevasta datasta (Kattan ym., 2011). Validointidataa X,,;;s kédytetdén koulutusproses-
sissa tehtdviin validointiin, jonka avulla voidaan estdid mallin liiallista koulutusdatan
mukailemista (Overfitting), jonka takia malli antaa hyvid tuloksia koulutusdatalle, mutta
ei kykene enda ennustamaan luotettavasti, kun uusia datapisteita tulee koulutusdatan
ulkopuolelta. Validointidataan varataan yleensd koko datajoukosta noin 10-20% kaikesta
datasta, tai se voidaan my0s keriti datan ulkopuolelta erilliseksi kokonaisuudeksi (Kat-
tan ym., 2011). Koulutuksen jdlkeen arvioidaan mallia kdyttden testidataa X, jota ei
ole kiytetty mallin kouluttamiseen mitenkién. Testidatan suuruus koko datajoukosta on
noin 30% kaikesta datasta (Kattan ym., 2011).

Ohjatussa oppimisessa neuroverkkojen koulutus perustuu takaisinvirtaus-algoritmiin
(Bishop, 2006). Algoritmi perustuu neuroverkon virhefunktion E (6, X) minimointiin.
Kéytannossd koulutusdatan syotearvoille x lasketaan vaste i, joka on neuroverkon
estimaatti annetulle syotteelle x. Niitd estimaatteja vertaillaan haluttuihin koulutus-
datan kohdearvoihin y. Takaisinvirtaus-algoritmin avulla voidaan laskea derivaatan,
jonka perusteella voidaan pdivittad neuroverkon painotuksia W ja vakiokertoimia b
(Bishop, 2006). Tamin jalkeen lasketaan uudet estimaatit kiyttiden pdivitettyd neuroverk-

koa. T4td prosessia toistamalla neuroverkko pystyy minimoimaan virhefunktiota £ (6, X).

Neuroverkkojen kouluttamisessa kdytetdén erindisid optimointialgoritmeja (Kingma &
Ba, 2014). Optimointialgoritmin tarkoitus on minimoida kdytetyn virhefunktion E (6, X)
vaste. Tutkielman kokeellisessa osuudessa kaytetddn Adam-algoritmia, joka on ensim-
mdiisen asteen gradienttipohjainen optimointialgoritmi stokastisille funktioille (Kingma
& Ba, 2014). Kaytannossd Adam-algoritmilla takaisinvirtaus-algoritmin iteraatioiden
médrdd voidaan vahentid, jolloin neuroverkon kouluttamisessa sdéstetddn laskentatehoa.
Algoritmi on yleisesti vakiintunut varsinkin syvien neuroverkkojen optimointialgoritmi-
na, koska se on osoittanut tehokkuutensa monissa syvaoppimisen toteutuksissa (Kingma
& Ba, 2014)s. Tutkimuksen kokeellisessa osuudessa ei tarkastella muiden optimointial-

goritmien vaikutusta, vaan kaikissa toteutuksissa kéytetddn Adam-algoritmia.

16



Kokeellisessa osuudessa kaytetdin my0s aikaisin lopettavaa -metodia (early stopping)
(Prechelt, 1998). Jonka avulla voidaan estda neuroverkon koulutuksessa ylioppiminen.
Téssd hyodynnetdidn validointidataa X,,;4, jolla testataan iteraatioiden jalkeen millaisia
tuloksia virhefunktio £ (6, X) antaa (Prechelt, 1998). Jos virhefunktion antamat vaste
kasvaa, vaikka koulutusdatalla virhefunktion vaste pienenee, voidaan péaitelld, etti
neuroverkko muistaa koulutuksessa kaytettyd dataa liian hyvin, jolloin ennustemallin
ennustekyky laskee reaalidatan kanssa (Prechelt, 1998). Télloin aikaisin lopettava al-
goritmi katkaisee koulutuksen iteraatiot, jolloin ennustekyky sdilyy mahdollisimman
tehokkaan.

2.6 Koulutettujen neuroverkkojen arviointi

Neuroverkoilla toteutettavia ennustemalleja voidaan vertailla testidatan avulla. Voidaan
laskea kuinka paljon oikeita ja védrid luokitteluja koulutettu ennustemalli tekee. Jotta eri-
laisia malleja voidaan vertailla keskeniin, tarvitaan yhtendisid mittareita, joilla voidaan
vertailla kvantitatiivisesti mallien tuloksia. Tamén tutkielman kokeellisessa osuudessa
koulutettujen neuroverkkojen suorituskyvyn vertailussa hyddynnetddan sekaannusmatrii-
sia (Confusion matrix), jonka kentdt muodostuvat ennustettujen luokkien ja todellisten
luokkien kombinaatioista. Sekaannusmatriisin kenttien avulla saadaan myos laskettua
suorituskyvyn mittareita. Ndihin mittareihin kuuluvat tarkkuus (Accuracy), tasmaéllisyys
(Precision), herkkyys (Recall), johdonmukaisuus (Spesificity) ja f-arvo (F-score). Téssi
luvussa kidydién ldpi ennustemallin suorituskyvyn mittarit ja niiden merkitys tulosten

vertailussa.

Tamin tutkimuksen kokeellisessa osuudessa ennustamisessa kaytetddn bindéristd luokit-
telua. Tdsséd luvussa perehdytdédn bindirisien luokittelualgoritmien arviointiin erilaisien
suorituskykymittareiden avulla. Bindédrinen luokittelu on yleisin luokitteluongelma
(Sokolova & Lapalme, 2009). Luokittelulla voidaan esimerkiksi yrittda jaotella, onko
tuotearvio positiivinen vai negatiivinen. Taméan tutkielman kokeellisessa osuudessa
ennustetaan valitun segmenttimuutoksen riskid. TAdma riski pyOristetddn, jolloin ennuste-
mallin vaste on aina 1 tai 0. T4lloin bindariluokitteluun usein sovellettuja arviointimalleja
ja suorituskykymittareita voidaan hyddyntéda taméan tutkimuksen kokeellisessa luvussa
4.

Sekaannusmatriisissa, joka on esitetty kuvassa (2.5), esitelldlin matriisin nelikent-
tdjako. Jako toteutetaan kahden akselin avulla; kuvan vaaka-akseli jakaa tulokset to-

dellisen luokan mukaan. Todelliset luokat tutkimuksen kokeellisessa osuudessa ovat
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"segmenttimuutos tapahtuutai "muutosta ei tapahdu". Kuvan pystyakseli jakaa saadut
tulokset ennustetun luokan perusteella. Téll6in toiselle puolelle jaivit ne tulokset, joissa
ennustetaan segmenttimuutosta, ja toiselle puolelle ne, joissa segmenttimuutosta ei
ennusteta. Sekaannusmatriisin neljad kenttdd kutsutaan oikeiksi positiivisiksi (True
positive, TP), oikeiksi negatiivisiksi (True negative, TN), vadriksi positiiviksi (False
positive, FP) ja viiriksi negatiivisiksi (False negative, FN). Oikea positiivinen kuvaa,
kuinka ennustemalli ennusti segmenttimuutoksen tapahtumista, kun muutos tapahtui
myOs oikeasti. Vairit positiiviset kuvaavat tilannetta, jossa ennustemalli on ennus-
tanut segmenttimuutosta, mutta segmenttimuutosta ei oikeasti tapahtunut. Oikeat ne-

gatiiviset ja vidrat negatiiviset madritelldin vastaavasti, mutta negatiivisille tapahtumille.

oikeasti oikeasti
positiivinen negatiivinen

ennustettiin oikeat vaarat
positiiviseksi positiiviset negatiiviset

ennustettiin vaarat oikeat
negatiiviseksi positiiviset positiiviset

Kuva 2.5: Sekaannusmatriisi, jossa nelikenttd kuvaa binddrisen luokittelun kaikkia
tuloksia. Kentdt muodostuvat ennusteen ja oikean tuloksen perusteella.

Tarkkuus (Accuracy) on suorituskykymittari, jonka avulla mitataan, kuinka usein en-
nustemallin tekeméd ennuste tdsmaa oikean tuloksen kanssa. Mittari ei kuitenkaan ota
huomioon ennustemallin koulutuksessa kdytetyn datajoukon arvojen tasapainosta. Esi-
merkiksi malli, joka ennustaa aina positiivista tulosta kun koulutusdatasta 16ytyy 90%
positiivisia tuloksia, olisi mallin tarkkuus myos 90%. Tasti epdluotettavuudesta johtuen
tarvitaan myOs muita mittareita ennustemallin arvioinnin tueksi. Tarkkuus voidaan
laskea kaavan (2.20) avulla (Sokolova & Lapalme, 2009)
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tp+1n
tp+ fp+in+ fn’

tarkkuus = (2.20)

Tasmaillisyys (Precision) on mittari, joka kertoo kuinka moni niistid tuloksista, jot-
ka ennustemalli luokitteli positiivisiksi, ovat oikeasti positiivisia tuloksia. Mittari on siis
oikeiden positiivisten ja kaikkien positiivisten ennusteiden suhde, joka voidaan laskea
kaavalla (2.21) (Sokolova & Lapalme, 2009)

t
tp+fp

tasmallisyys = (2.21)

Herkkyyden (Recall) avulla voidaan selvittdd, kuinka monta oikeasti positiivista tulosta
luokiteltiin positiiviseksi. Jos ennustemallin on kriittistd onnistua ennustamaan mah-
dollisimman monta oikeasti positiivista tulosta, on timi mittari oleellinen. Herkkyys
lasketaan oikeiden positiivisten ja kaikkien positiivisten suhteena, kuten kaavassa (2.22)
on esitetty (Sokolova & Lapalme, 2009)

herkkyys =

o+ fn (2.22)

Johdonmukaisuus (Specificity) on suorituskykymittari, jonka avulla voidaan mita-
ta kuinka moni ennustetuista tuloksista, jotka olivat oikeasti negatiivisia, pystyttiin
ennustamaan oikein. Johdonmukaisuus on siis oikean negatiivisen ja kaikkien negatiivis-
ten suhdeluku, joka voidaan laskea kaavaa (2.23) kiyttden (Sokolova & Lapalme, 2009)

tn

johdonmukaisuus = .
fp+tn

(2.23)

F-arvo (F-score) on mittari, jossa yhdistetddn edellisid mittareita. Kadytdnnossa f-
arvo mittaa tdsmallisyyden ja herkkyyden yhteisvaikutusta, jolloin molemmat tulokset
vaikuttavat kokonaisarvoon. F-arvo voidaan laskea kuten kaavoissa (2.24) ja (2.25) on
esitetty (Sokolova & Lapalme, 2009)
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_ tasmiillisyys

P = Herkikyys (224
~ (B*+ Dip
f-arvo = D)t nt i (2.25)

Naiitd mittareita hyddynnetidin tutkielman kokeellisessa osuudessa vertailemaan tuotet-
tuja ennustemalleja. Tutkielman painotus on tarkkuuden mittarissa, koska tutkimuskysy-
mykselld viitataan kuinka tarkasti neuroverkoilla tuotettu ennustemalli pystyy ennus-
tamaan haluttua segmenttimuutosta. Tarkkuuden ominaisuuksien takia hyodynnetdan

myOs muita mittareita, joilla varmistetaan ennustemallien ennustekyvyn tehoa.
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3. Sosiaali- ja terveydenhuollon
asiakkaan segmenttimuutoksen

ennustaminen

Sosiaali- ja terveydenhuollon asiakkaan segmenttimuutoksen ennustamista varten on
madriteltdvi, millaisiin segmentteihin asiakas voidaan luokitella. Segmentoinnilla tar-
koitetaan ihmisryhmien jakamista erilaisiin joukkoihin tiettyjen sdantojen mukaisesti.
Segmenttien avulla ihmisille voidaan kohdentaa soveltuvampia palveluita ja tuotteita.
Ihmisten segmentointia on kéytetty laajasti markkinoinnissa (Wood ym., 2019). Tama
nikyy erilaisille kuluttajaryhmille kohdennettuina tuotteina ja palveluina. Nykyéddn
segmentointia hyddynnetdan myos muilla aloilla kuten sosiaali- ja terveydenhuollossa
(Chong ym., 2019). Till4 tavalla sosiaali- ja terveydenhuollon asiakkailla voidaan tarjota
entistd kohdennetumpia palveluita, jotka tehostavat asiakkaan tarpeiden tdyttymista.
Sosiaali- ja terveydenhuollon asiakkaita voidaan my0s segmentoida erindisiin ryhmiin
esimerkiksi riskien tai kustannuksien mukaan. Erilaisia sosiaali- ja terveydenhuollon
asiakkaiden segmentoinnin malleja on monia erilaisia (Joynt ym., 2017). Niitd malleja
on esimerkiksi suomalainen ikdihmisten segmentointiin kehitetty Suuntima-malli (Pir-
kanmaan sairaanhoitopiiri, 2021) ja kokonaisvaltaisesti videstod segmentoiva Bridges to
Health -malli (Lynn ym., 2007). Niiden lisdksi on olemassa myds muita kansallisia etti

kansainvilisid segmentointimaljeja (Wood ym., 2019).

Sosiaali- ja terveydenhuollon asiakkaan segmenttimuutoksen ennustamiseen kayte-
tddn erilaisia kerittyji tietoja. Esimerkiksi sosiaali- ja terveydenhuollon palvelutapahtu-
mien merkinnét luovat hyvin kuvan nykyisesta tilanteesta. Voisi siis olettaa, ettd ndiden
tietojen avulla pystytidin my0s toteuttamaan erindisid ennusteita. Suomen sosiaali- ja
terveydenhuollossa on kiytossd erindisid koodistoja (Neittaanmaiki, Tuominen ym.,
2019) joita hyodyntimalld ennustemalleja voidaan toteuttaa. Tuotetun tiedon lisdksi on
tirked ymmairtdd kuinka tietoa voidaan hyodyntdd. Yhden operatiivisen jarjestelmén

tieto ei luo kokonaisvaltaista kuvaa sosiaali- ja terveydenhuollon asiakkaan tilanteesta.
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Yhdistdmaillda monia tietojdrjestelmid ja kerddamalld tiedot tietovarastoon pystymme

muodostamaan laajan ja helposti hyddynnettivin pohjan ennustemallien toteutukselle.

Luvussa 3.1 kisitellddan sosiaali- ja terveydenhuollon asiakkaan segmentointia. Lu-
vussa myos kisitellddn sen vaikutuksia sosiaali- ja terveydenhuollon toimintaan. Lisédksi
perehdytiin tutkielman kokeellista osuutta varten Suuntima- ja Pirjddja-malleihin. Luku
3.2 kisittelee kuinka Suomen sosiaali- ja terveystietoa voidaan hyodyntdd ennuste-
mallien toteuttamisessa. Luvussa kisitelldin tietoaltaan ja tietovaraston hyodyntdmisti
koneoppimisen nidkokulmasta. Lisédksi luvussa 3.3 toteutetaan kirjallisuuskatsaus, jossa
kéydidn ldpi sosiaali- ja terveydenhuollon asiakkaan segmenttimuutoksen ennustamiseen

keskittyvid tutkimuksia.

3.1 Segmentointi sosiaali- ja terveydenhuollossa

Sosiaali- ja terveydenhuollossa segmentointia hyodynnetédédn potilaskeskeisessa hoi-
dossa (Mikinen, 2018). Potilaskeskeisen hoidon tarkoituksena on parantaa sosiaali-
ja terveydenhuollon palveluita mahdollistamalla kohdennetumpia palveluita sosiaali-
ja terveydenhuollon asiakkaalle (Mékinen, 2018). Segmentoinnilla sosiaali- ja tervey-
denhuollon asiakkaita voidaan jakaa erilaisiin ryhmiin, joiden tarpeet ovat tarpeeksi
heterogeenisid muihin ryhmiin verrattuna. Ndiden ryhmien hoitopolkuja voidaan segmen-
toinnin avulla kohdentaa ryhmén tarpeiden mukaisiksi. Asiakasldhtoisten hoitopolkujen
avulla sosiaali- ja terveydenhuollon resursseja voidaan kohdentaa tehokkaammin niille
potilaille, jotka niitd tarvitsevat (Mikinen, 2018). Tama tekee my0s sosiaali- ja tervey-
denhuollosta tasapuolisempaa, koska hoitoketjut muodostetaan segmentoinnin mukaan.
Sosiaali- ja terveydenhuollon asiakkaita voidaan my0s segmentoida erilaisilla hierarkian
tasoilla (Chong & Matchar, 2017). Makrotasolla segmentointi toteutetaan kansallisella
tai globaalilla tasolla. T4lld tasolla potilaiden variaatio on kaikista suurinta. Mesotasolla
segmentoidaan esimerkiksi samanlaisia sairauksia sairastavia potilaita. Mikrotasolla

segmentointi painottuu yksilon tasolla.

Yksi merkittivimmisté sosiaali- ja terveydenhuollon asiakasryhmisti, johon segmen-
tointi keskittyy, on kalliita palveluita usein tarvitseva potilas (High-need, high-cost,
HNHC) (Jean-Baptiste ym., 2017). Namid HNHC-potilaat voivat aiheuttaa erittdin suuria
kuluerid sosiaali- ja terveydenhuollossa. Suomessa on tutkittu, ettd yhti tai useampaa
kroonista sairautta sairastavat potilaat, joita hoidetaan moniammatillisilla tiimeilld, eri
organisaatioissa aiheuttavat noin 75% sosiaali- ja terveysalan kustannuksista (Neittaan-

maki, Lehto ym., 2019). Téastd syystd segmentoinnilla ja asiakaslihtoiselld hoidolla
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tavoitellaan hoidon tehostamista kaikista kalleimpien potilaiden osalta, jotta saatu hyo-
ty olisi kaikista suurin. Lisdksi HNHC-potilaiden tunnistamisella pyritdan estaimaan

sosiaali- ja terveydenhuollon asiakkaan tilan huonontumista.

Suomessa hyvinvointialueen tehtaviin kuuluu asiakasldhtdisten hoito- ja palveluko-
konaisuuksien muodostaminen yhtyeensovittamalla sosiaali- ja terveyspalveluita (Méki-
nen, 2018). Tama hyodyttdid juurikin niitd potilaita, jotka tarvitsevat useita palveluita.
Yhtendinen kokonaisuus on mahdollista muodostaa asiakassegmentin avulla, jolloin
erilaiset palvelut ja toimijat osaavat jo pelkidn segmentin avulla jirjestid erindisid hoito-
polkuja tietylle potilassegmentille. Hyvin suunniteltu ja integroitu hoitopolku vihentdi
tarpeettomia paillekkiisid palveluja eri organisaatioiden vililld, parantaen kustannuste-
hokkuutta ja luoden mielekkddmpad palvelua potilaalle (Mékinen, 2018).

Potilaiden segmentoinnissa kiytetddn kolmenlaisia dataldhteitd (Jean-Baptiste ym.,
2017). Ensimmadinen vaihtoehto on kéyttaa kvantitatiivista dataa, kuten henkilon hal-
linnollista tietoa sairaaloissa kdynneistd tai kuluista. Toinen vaihtoehto on kiyttda
dataldhteend kvalitatiivista dataa, joka voi sisdltdd esimerkiksi lddkérin padtoksia tai
tekstimuotoisia kirjauksia. Lisdksi on hybridimalli, jossa hyodynnetdin sekd kvanti-
tatiivista ettd kvalitatiivista dataa. Hybridimallin kaytto vaikuttaa my6s olevan niisti

kolmesta luotettavin datalihde (Jean-Baptiste ym., 2017).

Wood ym. (2019) vertailevat yleisid sosiaali- ja terveydenhuollon alalla kaytettyjd
segmentointimalleja. Yleiset kategoriat ovat padtoksiin perustuva segmentointi (Jud-
gemental), méérétty lokerointi (Proscribed binning), pditospuut (Decision trees) ja
ryhmittely (Clustering). Paatoksiin perustuvissa segmentointimalleissa kéytetddn usein
esimerkiksi ikdd, sukupuolta, kroonisia sairauksia tai ndiden yhdistelmid, joissa segmen-
tointi tapahtuu tietyn jaon perusteella. Tama tapa on yksinkertainen ja tehokas, mutta
luokat voivat jidda matalatasoisiksi. Méératyssi lokeroinnissa sddntojen maird kasvaa
ja niissd voidaan kiyttdd moninaista mielivaltaista logiikkaa. Tdssd menetelméassa seg-
menttien erottuvuus heikkenee muihin verrattuna, mutta etuna metodissa on segmenttien
helppo ymmiarrettivyys (Wood ym., 2019). Méirityn lokeroinnin segmentointimalleihin
kuuluu tutkielman kokeellisessa osuudessa kaytetty Suuntima-malli sekd my6s mainittu
Bridges to Health -malli. Paatospuut ovat tehokas tapa tuottaa segmentointimalli, jossa
segmenttien vdlinen erottuvuus on hyvi. Ryhmittelyssd huomattiin, ettéd se ei ole kovin

tehokas segmentointimallina (Wood ym., 2019).
Luvussa 3.1.1 kdydéin lapi Suomessa toteutettu segmentointimalli. Lisdksi luvus-

sa perehdytddn Suuntima-mallin mukaisiin sosiaali- ja terveydenhuollon asiakkaan

segmentteihin. Luvussa 3.1.2 perehdytdédn Pirjagdja-malliin. Timé malli on Suuntima-
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malliin perustuva dynaaminen segmentointimalli.

3.1.1 Suuntima-malli

Tama luku selvittdd kuinka Suomessa kehitetty Suuntima-malli toimii ja kuinka sen
avulla voidaan segmentoida sosiaali- ja terveydenhuollon asiakkaita hoitotarpeen mu-
kaan. Luvussa kidyddidn my0s ldpi Suuntima-mallin neljd potilassegmenttid ja niiden
yleiset kuvaukset sekd merkityksen sosiaali- ja terveydenhuollossa. Suuntima-mallin
mukainen segmentointi on oleellinen, koska se on tutkimuksen kokeellisessa osuudessa
kéytettdvan Parjddja-mallin oleellinen taustoitus. Syvioppimismalli pyrkii ennustamaan
sosiaali- ja terveydenhuollon segmenttimuutoksen Suuntima-mallin mukaiseen jaotte-

luun perustuen.

Suuntima-malli on Kurkiaura-hankkeessa 2011-2015 kehitetty kysymyksiin perus-
tuva tyoviline, jonka avulla sosiaali- ja terveydenhuollon asiakas ja ammattilainen
pystyvit yhdessa vastaanoton yhteydessa luokittelemaan asiakkaan yhteen neljésti eri
segmentistd: yhteistyo-, omatoimi-, yhteiso- ja verkostoasiakkuus (Pirkanmaan sairaan-
hoitopiiri, 2021). Tama sosiaali- ja terveydenhuollon asiakkuuksien jaottelu on esitetty
kuvassa (3.1). Tyokalun alkuperdisend tarkoituksena oli 10ytdd asiakasléhtoisid palvelu-
malleja sydédnsairastuneille, mutta tyokalua on sovellettu myos ikdihmisten luokitteluun
(Mattila, 2016). Potilassegmenttien tarkoituksena on tunnistaa erilaisia asiakkaita, ja
ndin tarjota kohdennetumpaa palvelua, joka ilmenee tehokkaampana resurssien kdyttona

ja parempana hoitoketjuna.

Suuntima-mallin mukainen sosiaali- ja terveydenhuollon asiakkaan segmentointi toteu-
tetaan asiakkaan ja ammatilaisen kanssa yhdessd vastaanotolla tai sairaalassa kiyttden
tyokalun tarjoamia kysymyksid (Mattila, 2016). Seki asiakas ettd ammattilainen vas-
taavat heille suunnattuihin kysymyksiin, jonka jédlkeen tyokalu laskee Suuntima-mallin
mukaisen potilassegmentin, joka on yksi neljastd segmenttiryhmasta. Asiakkaalle suun-
natut kyselyn kysymykset pyrkivit selvittiméin asiakkaan mielialaa, kykya huolehtia
itsestddn, arjessa parjaddmisen voimavaroja ja liaheisten henkiloiden vaikutusta omaan
jaksamiseen (Mattila, 2016). Kyselyssd ammattilaiselle suunnatut kysymykset pyrkivit
selvittdmiin millainen asiakkaan sairauksien vaikutus on asiakkaan toimintakykyyn,
tarvitseeko asiakas moniammattilaista hoitoa ja ovatko asiakkaan kognitiiviset kyvyt

riittavalld tasolla hoidon vaativuuteen nihden (Mattila, 2016).

Suuntima-mallin neljd segmenttid sijoittuvat kokonaisuutena nelikentédksi kahden akse-

lin muodostamaan kaavioon kuten esitetty kuvassa (3.1). Vaaka-akselin avulla esitetddn,
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Yhteiso Verkosto

Arjessa parjaaminen

Yhteistyd

L 4

Hoidon monimutkaisuus

Kuva 3.1: Suuntima-mallin mukainen nelikenttd. Vaaka-akseli kuvaa asiakkaan kun-
toutuksen vaativuutta ammattilaisen nadkokulmasta ja pystyakseli kuvaa asiakkaan
niakemystd hinen omasta arjessa parjadmisestdadn (Mattila, 2016).

kuinka vaativa asiakkaan kuntoutusprosessin arvioidaan olevan. Tama akseli perustuu
ammattilaiselta saatuihin vastauksiin tyokalun perusteella. Lisédksi pystyakseli kuvaa,
kuinka arjessa pirjadaminen onnistuu asiakkaalta. Tamén suuntaiseen heiluntaan on
eniten vaikutusta asiakkaan omilla vastauksilla Suuntima-mallissa. Kun molempien
akselien arvot ovat tiedossa, sijoitetaan piste kuvaajaan. Tamin jilkeen ndhdddn, mihin

nelikentéin segmenttiin asiakas kuuluu.

Omatoimi-asiakkuus on Suuntima-mallin asiakassegmentti, jossa hoitoprosessin vaa-
tivuus on matala, ja asiakas kokee arjessa parjddmisen helpoksi (Mékinen, 2018).
Omatoimi-asiakkaiden toimintakyky on siis hyvi, eivitka he tarvitse apua arjessa par-
jddmiseen sairautensa tai terveysongelmansa kanssa. Hoitosuunnitelmat painottuvat
akuuttien sairauksien hoitoon. Omatoimi-asiakkaan hoitopolun tavoite on parantaa asiak-
kaan tilaa niin, ettd hdn pystyy toimimaan taas tdysin itsendisesti. Omatoimi-asiakkaille

ehdotetaan palveluita, jotka edistdvit toimintakykyd. Esimerkiksi litkuntaryhmit, neu-
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volan palvelut, ennaltachkaisevit palvelut ja matalan kynnyksen palvelut. Omatoimi-
asiakkaat pystyvit koordinoimaan hoitojaan itse, ja he eivit tarvitse apua esimerkiksi
laskujen maksamiseen tai sdhkoisten palveluiden kiyttoon. Tama asiakassegmentti ei
kuormita terveyden- ja sosiaalihuollon resursseja suureksi, koska hoito ei ole vaativaa,
eikd asiakas tarvitse avustajia toimintakyvyn sdilyttdmiseen. Siksi on tavoiteltavaa, ettd

mahdollisimman moni asiakas pysyisi tissd segmentissd mahdollisimman pitkdén.

Yhteistyo-asiakkuudessa asiakkaat parjadvit arjessaan, mutta hoidon vaativuuden ja
monimutkaisuuden vuoksi he tarvitsevat useiden erilaisten ammattilaisten vastaanotto-
kiynteja (Mékinen, 2018). Hoitopolun tavoitteena on ylldpitdd nykyistd toimintakykya
ja jaksamista. Hoitosuunnitelman painopiste on toimintakyvyn ylldpidossa seki yh-
teisessd hoito- ja palvelusuunnitelmassa. Hoidolla on koordinaattori, ja ammattilaisen
kanssa pyritddn jarjestaiméidn yhteisvastaanottoja. Kun voimavarat ovat hyvit, hoitona
voidaan kayttdd esimerkiksi kotisairaalaa, kotisairaanhoitoa, kuntoutusta, terapiaa ja
muita tarpeellisia hoidon palveluita. Hoidolle ominaista on yhtenidinen suunnitelma, jos-
sa selvidd hoidon kokonaisuus. Yhteydenotossa potilas pyrkii hyodyntimaédn sahkoisten
vélineiden itsendistd kdyttod yhteydenpidossa. Yhteistyo-asiakkuus on selkeisti kalliim-

pi asiakassegmentti resurssien nakokulmasta, koska hoitokeinot ovat monimutkaisempia.

Yhteiso-asiakkuuden asiakassegmentissid asiakas kokee omien voimavarojensa hei-
kentyneen merkittivisti, mutta hoidon toteutus on selkedd. Tdmin asiakassegmentin
hoitopolun tavoite on nostaa asiakkaan toimintakykyé ja voimavaroja (Mikinen, 2018).
Tastd syystd hoidon painopiste on kokonaisuuden arviointi ja uusien keinojen loytami-
nen, joiden avulla asiakas saa akuutit sairaudet hoidettua, ja voimavaroja mahdollisesti
vahvistettua. Asiakasta ajanvarauksessa auttavat omahoitaja tai muu ammattilainen,
joka koordinoi hoitoa. Vastaanottovaihtoja voi olla esimerkiksi yksilovastaanotto tai
kokonaisarviointi. Hoitopolun mahdollisia keinoja ovat esimerkiksi tukipalvelut arjessa
parjadmiseen, vertaistuki, omaisten tuki, ryhmétoiminta, terveysaseman palvelut ja
palvelukeskukset. Hoitoa koordinoi mahdollisesti omainen, terveyskeskuksen hoitaja tai

muu tukihenkild. Varaukset hoidetaan péadsdéntoisesti puhelimella.

Verkosto-asiakkuudessa asiakkaan voimavarat eivit vilttimaitta riitd asioiden hoitami-
seen, hoito myos ollessa haasteellista sekd monitahoista (Mikinen, 2018). Hoitopolun
tavoite on taata asiakkaan arjessa pérjaaminen ja mahdollistaa kotiin palaaminen. Hoito-
suunnitelman painopiste keskittyy hoidon kokonaisuuden hallintaan sekd mahdollisten
haittojen vilttamiseen. Asiakkaalla on mahdollisesti kotihoitaja tai omaishoitaja, joka
jarjestdd asiakkaan ajanvaraukset. Kaytetyt palvelut ovat hoidosta ja sairaudesta riippuen:
kotihoito, edunvalvonta, kotihoidon lddkarikdynnit, ateriapalvelut, sekd mielenterveys-

ja vammaispalvelut. Hoitoa koordinoi kotihoitaja tai omaishoitaja. Yhteydenpidossa
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kiytetddn padsddntoisesti puhelinta, ja ammattilaiset tekevit sddnnollisesti ennakoivia
yhteydenottoja. Mahdollisia sdahkoisid palveluita voidaan hyodyntdd asiakkaan omaisten
kanssa. Verkosto-asiakkuus on kaikista raskain hoitopolku resurssien nakokulmasta, ja
se ei myoskdidn ole mielekastd asiakkaalle itselleen. Tastd syystd ennakoivilla hoitotoi-

milla tdhdn segmenttiin siirtymistd voidaan viivyttaa.

Suuntima-tyokalu auttaa asiakasta ymmaértdmiin omaa hoidollista tilannettaan ja edistdi
sosiaali- ja terveyspalveluiden asiakasldhtoisempéd toteuttamista. Potilaan segmentoin-
nista on siis hyotya sekd asiakkaan ettid hoitohenkilokunnan nédkokulmasta (Mikinen,
2018). Lisédksi Suuntima-mallin hy6tyihin lukeutuvat luvussa 3.1 mainittu kustannuste-
hokkuus, seki potilaskeskisempi hoitoketju ja integraation edistiminen. Suuntima-malli
on kuitenkin toteutettu kyselypohjaisella menetelmalld, miké johtaa siihen, ettd segment-
ti ei paivity tilanteen muuttuessa. Talloin kysely pitdisi tehdd mahdollisesti uudestaan.

Lisdksi kyselyn teetédttiminen on resursseja kohtuullisen paljon kiyttidva prosessi.

3.1.2 Piarjaaja-malli

Koska Suuntima-mallissa toteutettu segmentointi on staattinen, ei kyseinen luokittelu
asiakkaalle muutu muulloin, kun vain tekemélld uuden kyselyn. Asiakkaan segment-
ti kuitenkin muuttuu ajan saatossa, ja tutkielmassa ei pystyti toteuttamaan kyselyiti
kaikille asiakkaille esimerkiksi kuukauden kierrolla, koska tima olisi resurssien kan-
nalta hyvin kallis ja epdkdytdnnollinen prosessi. Lisdksi Suuntima-mallin kyselyiti
kohdennetaan asiakkaille, joille ammattilaiset paittivit sen olevan hoidon kannalta
hyodyllista. Tastd syystd Suuntima-mallin mukaista segmentointia ei toteuteta jokaiselle
sote-alueella olevalle henkil6lle. Segmenttimuutoksen ennustaminen neuroverkoilla
kuitenkin tarvitsee mahdollisimman paljon koulutusdataa, silld tulokset keskimidrin
paranevat verkkojen ja datamiairin kasvaessa (Goodfellow ym., 2016). Tastd syystd
tutkielman kokeellisessa osuudessa kiytetddn parjadja-mallia, jossa segmentit paitelldin
dynaamisesti kdytettyjen tietojen perusteella. Parjadja-malli on Keusotessa kéytdssi ole-
va segmentointimalli, jonka segmentit ovat Suuntima-mallin mukaisia. Malli poikkeaa
ainoastaan silld, ettei segmentin péittelyyn kiytetd ammattilaisen ja asiakkaan tayttamia
kyselyitd. Dynaamisessa segmentoinnissa hyodynnetididn sosiaali- ja terveydenhuollon
asiakkaan tietoja, jonka avulla Suuntima-mallin mukaiset segmentit paatelldin kuu-
kausitasolle kdytettyjen palveluiden perusteella. Parjdadji-mallin avulla voidaan myos
segmentoida kaikki sote-alueen asiakkaat prosessoimalla tietovarastossa olevat tiedot.
Talld tavalla neuroverkkomalleihin saatavan datan mééra kasvaa, miké edistdd potilaan

segmenttimuutoksen ennustamista.
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Dynaamisessa segmentoinnissa jokaiselle henkilolle voidaan laskea segmentti au-
tomaattisesti tietylle ajankohdalle, hyodyntden esimerkiksi tietovarastossa siilytettyi
tietoa henkilostd. Kaytannossi toteutus riippuu siitd, millaista tietoa segmentointiin
voidaan kayttda. Esimerkiksi potilaan kdyntien lukuméirdi tietyn kuukauden aika-
na voidaan hyodyntdd kuukauden segmentin paittelyssi. Lisdksi erilaisia palveluita
voidaan kdyttdd segmentoinnissa apuna. Pérjadja-mallin mukainen dynaaminen segmen-
toinnin toteutus kdydéén lapi luvussa 3.1.2, jossa tietovarastosta saatuja potilastietoja
hyodynnetdin substanssiosaamisen perusteella siten, ettd voidaan tuottaa dynaaminen

segmentointi.

3.2 Suomen sosiaali- ja terveystiedon hyodyntiminen

koneoppimisessa

Jotta Suomen sosiaali- ja terveydenhuollon asiakkaiden segmenttimuutosta voidaan en-
nustaa neuroverkkojen avulla, tulee ennustemallien koulutuksessa kéytettivi datajoukko
kerdté. Téssd luvussa kdydddn lidpi kuinka sosiaali- ja terveydenhuollon operatiivisissa
jarjestelmistd oleva data voidaan keritd yhtendiseksi ja hyodynnettivéksi tietovarastoksi,

josta koulutusdatan rakentaminen on mahdollista.

ldhtéjdrjestelmit tietoallas tietovarasto hyédyntamiskerros
> 4 k)
\. / raakatietovarasto
™
\ J
g R
~— liiketoiminnan
( 3 mukaiset
aputaulut
r \ J

Kuva 3.2: Tietovarastoinnin arkkitehtuurikuvaus. Operatiivisten tietojirjestelmien tuot-
tama tieto tuodaan tietoaltaalle. Tietoaltaalta tehdéén siirto tietovarastoon Data Vault 2.0
-periaatteen mukaisesti. Tietovarastossa muodostetaan lisiksi liiketoiminnan mukaisia
aputauluja. Tietovaraston avulla muodostetaan hyddyntdmiskerrokseen tietotarpeiden
mukaisia tauluja, sekd datajoukkoja.

Koska Suomen sosiaali- ja terveydenhuollon tietojarjestelmit ovat tuotettu useilla eri
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jarjestelmilld useissa eri palveluissa, on data hyvin siiloutunutta (Neittaanméki & Lehto,
2018). Talla tarkoitetaan tilannetta, jossa sosiaali- ja terveydenhuollon operatiivisessa
jarjestelmassi olevaa tietoa ei ole suunniteltu hyodynnettiviksi muualla kuin alkupe-
rdisessd jarjestelmissd. Tama esiintyy yleensd poikkeavina tietoarkkitehtuureina, seki
poikkeavina késitteind. Sosiaali- ja terveydenhuollon asiakkaan kokonaisvaltaisen palve-
lutapahtumien ketjun muodostamiseksi tulee monia operatiivisia jirjestelmid integroida
yhtendisen datan tuottamiseksi. Jirjestelmien integroimiseen on olemassa monia ratkai-
suja (Linstedt & Olschimke, 2015). Tassé tutkielmassa perehdytddn useissa Suomen
sosiaali- ja terveydenhuollon tietovarastointiprojekteissa kaytettdvidn DigiFinlandin
késitemallinnuksen sddnnostoihin (Virta-hanke/ DigiFinland Oy, 2021), sekd Dan Lins-
tedin kehittamiin Data Vault 2.0 periaatteeseen (Linstedt & Olschimke, 2015).

Kuvassa (3.2) on esitetty arkkitehtuurikuvaus, jota hyodynnetdén sosiaali- ja terveystie-
don integroimisessa Keusoten tietovarastointiprojektissa. Arkkitehtuurista nidkyy kuinka
yksittiiset tietojirjestelmit tuodaan tietoaltaalle, jossa tiedot, joista henkilo voidaan
tunnistaa, pseudonymisoidaan. Télld tarkoitetaan tietojen kisittelya niin, ettei tietoa
voida yhdistdd henkiloon ilman lisétietoja. Pseudonymisoitu tieto siirretdén tietovaras-
toon, jossa siitd muodostetaan raakatietovarasto (Raw data vault). Raakatietovarastossa
alkuperiinen tuotettu tieto sdilyy, eikd eroavia jirjestelmid pyritd vield integroimaan.
Raakatietovaraston avulla kuitenkin tuotetaan liiketoiminnan nidkokulmasta lisdtauluja
(Business vault), joissa eri ldhtojédrjestelmien sisdltimat samat késitteet yhdistetddn yhte-
niiseksi kisitetauluksi. Nditd tauluja, sekd raakatietovarastossa olevia tauluja kaytetdin
hyodyntdmiskerroksessa, jossa tuotetaan raportointiin, sekd koneoppimisen kiyttotar-

koitukseen sopivia tietorakenteita.

Luvussa 3.2.1 perehdytdan muutamaan Suomen sosiaali- ja terveydenhuollossa kiytet-
tyyn koodistoon. Liséksi tutkitaan sosiaali- ja terveystiedon miéritelméé ja ominaisuuk-
sia. Luvussa 3.2.2 kdydién lapi tietoaltaan méaidritelma ja sen osuus tietojérjestelmien
integroinnissa. Luvussa 3.2.3 kidydiin 14pi DigiFinlandin mukainen kasitemallinnus,
sekd Data Vault 2.0 -periaatetta, jonka avulla yhtenidinen tietovarasto voidaan toteuttaa.
Luvussa 3.2.4 kisittelee tietovaraston hyodyntidmisti ja siihen liittyvid rakenteita joiden

avulla ennustemallien kouluttamiseen vaadittava datajoukko voidaan muodostaa.

3.2.1 Sosiaali- ja terveystieto

Sosiaali- ja terveydenhuollon operatiiviset jarjestelmit tuottavat paljon erilaista dataa
(Hayrinen ym., 2008). Data perustuu useisiin erilaisiin koodistoihin, joiden avulla hoito-

tapahtumia tai tuloksia voidaan dokumentoida (Hayrinen ym., 2008). Ndma koodistot
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ovat usein kansainvilisid (Hayrinen ym., 2008). Suomessa on kidytossa kansallisia ja
kansainvilisid koodistoja (Neittaanméaki & Lehto, 2018). Tassad luvussa kisitelldadan
sosiaali- ja terveystiedon rakennetta ja kiydaan 1dpi Suomen sosiaali- ja terveydenhuol-

lon koodistoja.

Hiyrinen ym. (2008) tekemaissa tutkimuksessa viitattiin kansainvélisen standardisoimis-
jarjeston (International organization for standardization, ISO) sidhkdisten terveystietojen
(Electrical health recods, EHR) méiritelmdin. Taméan méaaritelmén mukaan sahkoiset
terveystiedot ovat digitaalisesti arkistoituja potilastietoja, jotka ovat tallennettu turvalli-
sesti ja johon padsevit ovat valtuutettuja kayttdjia (Hayrinen ym., 2008). Ne sisdltavit
takautuvaa, ylldpitdvdd sekd tulevaa tietoa ja niiden ensisijainen tarkoitus on tukea
jatkuvaa, tehokasta ja laadukasta terveydenhuoltoa (Hdyrinen ym., 2008). Sahkoisid
terveystietoja jaotellaan tyypillisesti hoidon asteen avulla ja tyypillinen tapa on jao-
tella sdhkoiset terveystiedot perusterveydenhuoltoon, keskiasteen hoitoon ja korkean
asteen hoitoon (Hiyrinen ym., 2008). Tutkimuksessa huomattiin, ettei monikaan sih-
koinen terveystietojarjestelmai tarjoa julkisesti tietoa datan tietorakenteesta (Hayrinen
ym., 2008). Tastd syysti tarkan ja yleisen madritelméan muodostaminen kansallisen tai
kansainvilisen terveystiedon tietorakenteesta on vaikea maadrittdd. Usein sosiaali- ja
terveystieto koostuu sosiaali- ja terveydenhuollon asiakkaan kiyntiin liittyvistd mer-
kinnoistda (Hayrinen ym., 2008), joita ovat esimerkiksi diagnoosimerkintd, kiyntisyy
ja hoidon tarpeen madrittely (Virta-hanke/ DigiFinland Oy, 2021). Sosiaali- ja tervey-
denhuollon asiakkaista muodostuvat tiedot tallennetaan potilastietojarjestelmiin usein
tapahtumatasolla (Neittaanméiki & Lehto, 2018). Dokumentoituja tieto-osia sahkoi-
sissd terveystiedoissa ovat esimerkiksi kartoitukset, terveyden arvioinnit, terveys- ja
hoitosuunnitelmat, sairaushistoria, fyysiset tutkimukset, diagnoosit, testit, hoidot ja
ladkitykset (Hayrinen ym., 2008). Suomessa terveyden- ja sosiaalihuollon tiedot ovat
usein erillisissi tietojirjestelmissd (Neittaanmiki & Lehto, 2018). Suomessa sosiaali-
ja terveystiedon tietorakenne perustuvat kaytettyyn tietojarjestelméén ja tastd syystd
tietorakenteet voivat poiketa toisistaan useissa paikoissa (Neittaanmiki & Lehto, 2018).
Tiatd kuvataan yleensi tietojdrjestelmien siiloutumisena, silld datan hyodyntdminen

kansallisella tasolla on haastavaa poikkeavista tietorakenteista johtuen.

Tamin tutkielman kokeellisessa osuudessa sosiaali- ja terveydenhuollon potilasda-
taa keritidin Keski-Uudenmaan sote -kuntayhtymén tietovarastosta. Suomen sosiaali- ja
terveydenhuollossa koodistot ovat terveyden ja hyvinvoinnin laitoksen (THL) ylldpitdmia
(Terveyden ja hyvinvoinnin laitos, 2021d). Kokeellisessa osuudessa tullaan hyodyn-
tdimédn ICD-10, ICPC-2 ja asiointitapa merkint6jd kun sosiaali- ja terveydenhuollon
asiakkaiden palvelutapahtumista keratdin tietoa Keski-Uudenmaan sote -kuntayhtymén

tietovarastosta.

30



Taulukko 3.1: Tautiluokitus ICD-10-koodiston pailuokat (Terveyden ja hyvinvoinnin
laitos, 2021d)

Padluokat Selite
A00-B99 Tartunta- ja loistauteja
C00-D48 Kasvaimet
D50-D89 ‘ Veren Ja V(i{ta‘muodos.tavien ejlint'en
sairaudet sekd erdit immuunimekanismin hairiot
E00-E90 Umpierityssairaud.et, ravitse‘mussairaudet
ja aineenvaihduntasairaudet
FO0-F99 Mielenterveyden ja kiyttaytymisen hiiriot
G00-G99 Hermoston sairaudet
HO00-HS59 Silmén ja sen apuelinten sairaudet
H60-H95 Korvan ja kartiolisdkkeen sairaudet
100-199 Verenkiertoelinten sairaudet
JO0-J99 Hengityselinten sairaudet
K00-K93 Ruuansulatuselinten
LO0-L99 Ihon ja ihonalaiskudoksen sairaudet
MO00-M99 Tuki- ja liikuntaelinten seki sidekudoksen sairaudet
NOO-N99 Virtsa- ja sukupuolielinten sairaudet
000-099 Raskaus, synnytys ja lapsivuoteus
P00-P96 Eriit perinataaliaikana alkaneet tilat
Q00-Q99 ) Sypnynnéii§et epémuodgstqmat,
epadmuotoisuudet ja kromosomipoikkeavuudet
ROO-R99 ' . Muualla‘luokittama.t.to‘mat.oireet, ‘
sairaudenmerkit sekd poikkeavat kliiniset ja laboratorioldydokset
S00-T98 | Vammat, myrkytykset ja erddt muut ulkoisten syiden seuraukset
V01-Y98 Vammojen, sairauksien ja kuoleman ulkoiset syyt
Tekijoitd, jotka vaikuttavat terveydentilaan ja
Z00-Z7B o X
yhteydenottoihin terveyspalvelujen tuottajiin

ICD-10 (International Statistical Classification of Diseases and Related Health Problems)
on kansainvélisesti laajalti kdytosséd oleva ja Suomessa kansallisena kéytetty koodisto
(Terveyden ja hyvinvoinnin laitos, 2021d). Koodistoa kiytetddn kuolinsyy- ja sairasta-
vuustilastotietoja kerittdessd, potilasasiakirjan diagnoosimerkinndissi, lddkéarinlausun-
noissa, sekd sosiaalihuollon asiakasasiakirjoissa (Terveyden ja hyvinvoinnin laitos,
2021d). Suomessa ICD-10 otettiin kiyttoon 1996, ja sen sisdltdmien erindisten katego-
rioiden mééra on todella laaja. Vuoden 2007 koodistopalvelimen versiossa oli kiytossi
14362 erilaista koodia. Koodiston padluokat on esitelty taulukossa (3.1). Koodisto on
hierarkkinen, jonka takia datajoukon kerdyksessi on oleellista mééaritelld keréttavan

hierarkian taso koodista.
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Taulukko 3.2: ICPC-2-koodiston pailuokat (Terveyden ja hyvinvoinnin laitos, 2021c¢)

Padluokat Selite
Yleiset ja epdmadraiset
Veri, verta muodostavat elimet sekd immuunijirjestelma
Ruuansulatus
Silma
Korva
Sydén ja verenkierto
Tuki- ja litkuntaelimisto
Hermosto
Mielenterveys
Hengityselimet
Tho
Umpieritys/aineenvaihdunta/ravitsemus
Virtsaelimet
Raskaus, synnytys ja perhesuunnittelu
Naisen sukuelimet
Miehen sukuelimet
Sosiaaliset ongelma

N|=<| x| €| | 1| v| m| oz o w1 o] w| >

ICPC-2 (International Classification of Primary Care © Wonca 2005-2014) eli kan-
sainvilinen perusterveydenhuollon luokitus, on Suomessa kaytossi terveydenhuollon
potilastietojirjestelmissi (Terveyden ja hyvinvoinnin laitos, 2021a). Koodiston avulla
voidaan médritelld potilaan hoitoon hakeutumisen tulosyiti, toteutettuja hoitotoimintoja
ja tehtyjd interventioita (Terveyden ja hyvinvoinnin laitos, 2021a). ICPC-2 koodisto on
Suomessa piivitetty viimeksi vuonna 2010 (Terveyden ja hyvinvoinnin laitos, 2021a).
ICPC-2 siséltdaa ICD-10 verrattavia koodeja, mutta ei sovellu yksin kategorisoimaan
kaikkia sosiaali- ja terveydenhuollon asiakkaiden diagnooseja (Terveyden ja hyvin-
voinnin laitos, 2021¢). Koodiston pailuokat on esitelty taulukossa (??). Huomioitavia
koodiston padluokkia ovat varsinkin W- ja Z-koodit, silld sosiaalisten ongelmien mer-

kinnit tdydentadvit ICD-10 koodistoa tehokkaasti kdyntisyiden osalta.

Asiointitapa on terveyden ja hyvinvoinnin laitoksen yllidpitami koodisto jota kiyte-
tddn Suomen sosiaali- ja terveydenhuollon tietojarjestelmissd kuvaamaan asiakkaan
ja ammattilaisen vilistd asiointia (Terveyden ja hyvinvoinnin laitos, 2021b). Koodisto
siséltdd koodeja erilaisille kdynneille ja yhteydenotoille. Timén tutkielman kokeellisessa

osuudessa kaytetyt asiointitapakoodit ovat esitettyni taulukossa (3.3).
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Taulukko 3.3: Keusoten tietovarastossa kiytetyt erilaiset asiointitapakoodit

Koodi Selite
R10 Asiakkaan kdynti vastaanotolla
R20 Ammattihenkilon kiynti asiakkaan kotona
R30 Ammattihenkilon kéynti asiakkaan tyopaikalla
R40 Sairaalakdynti
R41 | Ammattihenkilon kidynti muualla kuin kotona tai tyo
R50 Puhelinyhteys
R51 Sahkoinen asiointi
R52 Reaaliaikainen etdasiointi
R55 Kirje
R56 Etdasiointi ilman reaaliaikaista kontaktia
R60 Ammattihenkildiden vilinen konsultaatio
R70 Asiakirjamerkintd ilman asiakaskontaktia
R71 Ammattihenkiloiden vilinen neuvottelu
R72 Asiakkaan asian hoito
R8O Vuodeosastohoito
R90 Muu asiointi

3.2.2 Tietoallas

Téssd luvussa kdydaén ldpi tietoaltaan méaaritelma seké sen vaikutus tietojarjestelmien
integrointiin. Lisdksi kdsitellddn Suomen sosiaali- ja terveydenhuoltoon liittyvid muita

jarjestelmii joiden avulla tietoa voisi rikastaa.

Tietoallas on suurten datamédrien arkisto, joka sisdltda sekd jasenneltyd (Structu-
red data) ettd jasentelemédtontd dataa (Unstructured data) (Stein & Morrison, 2014).
Tietoaltaan tarkoitus on keritd dataa useista erilaisista tietojéarjestelmistd ja muista
tietoldhteistd. Tietoallas voi myOs tietovarastosta poiketen tallentaa esimerkiksi kuvia,
dokumentteja ja sensoridataa (Stein & Morrison, 2014). Integrointiin sisédltyy myos
riskejd, silld useat erilliset jirjestelmait estidvit tehokkaammin suurien arkaluontoisten
tietojen, kuten potilasdatan vuotamista epidluotettaville tahoille (Franz ym., 2020). Tasta
syystd integraatio tulee toteuttaa standardien mukaisesti noudattaen tietoturvallisen

datan kisittelyn periaatteita.

Sosiaali- ja terveydenhuollon tietojarjestelmét tuottavat paljon sosiaali- ja terveys-
dataa. Siiloutuneista jarjestelmistd on kuitenkin vaikea tuottaa kokonaisvaltaista dataa
sosiaali- ja terveydenhuollon asiakkaista. Sirpaloitunut ja siiloutunut data on haaste
sosiaali- ja terveystietoihin pohjautuvien digitaalisten ratkaisujen kuten koneoppimisen

ennustemallien kehittimisessd (Franz ym., 2020). Tehokas sosiaali- ja terveystiedon
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hyodyntiminen pystytddn saavuttamaan yhtendiselld tietoaltaalla, johon kerétidin kaik-
kien sote-kuntayhtymin operatiivisten jirjestelmien tiedot. Tulevaisuudessa olisi myos
mahdollista toteuttaa koko Suomen laajuinen tietoallas, johon kerittiisiin kaikista ope-
ratiivisista jirjestelmisté potilasdataa, kliinistd dataa, tutkimusdataa, sekd muita sosiaali-
ja terveydnhuoltoon liittyvii tietopankkeja, kuten kansanelédkelaitoksen ja biopankin
dataa. Tilld integraatiolla olisi mahdollista toteuttaa monia analytiikan sovelluksia
kuten interventiosuosituksia, riskiryhmien tunnistamista seki kansallisen terveydentilan

raportointia (Neittaanmiki, Lehto ym., 2019).

3.2.3 Tietovarasto

Tietoaltaalla datan hyodyntdmisen haasteena on usein useiden jarjestelmien vahvasti
poikkeavat datan tietoarkkitehtuurit (Franz ym., 2020). Esimerkiksi kahden erilaisen
terveydenhuollon potilasjirjestelmén tieto samanlaisesta terveydenhuollon tapahtumasta
voi poiketa tdysin toisistaan. Tietovarastoinnin tarkoituksena on toteuttaa tietomalli,
jonka avulla pystytddn yhtendistiméén erilaisten tietojirjestelmien késitteisto ja eridvit
data-arkkitehtuurit yhdeksi hyodynnettiviksi kokonaisuudeksi. Tutkielmassa hyodyn-
netddn DigiFinlandin ylldpitdmaa sosiaali- ja terveydenhuollon kiasitemallinnuksen
ohjetta (Virta-hanke/ DigiFinland Oy, 2021), sekd Dan Linstedin kehittimid Data Vault
2.0 - periaatetta (Linstedt & Olschimke, 2015). Tésséd luvussa kdyddin lédpi tietova-
rastoinnin seké sosiaali- ja terveydenhuollon késitemallinnuksen periaatteet Suomen

sote-organisaatioiden nakokulmasta.

- ~
S0 suorite
ICD-10 —— < diagnoosi
—
—
kaynti = < ICPC-2
S —
henkilé <
<] hoitopaiva
- ~
S
toimenpide- faimennide O< asumis- /
luokitus B hoitojakso
- -

Kuva 3.3: DigiFinlandin tuottamien késitemallinnussdintdjen mukainen rajattu késite-
malli sosiaali- ja terveydenhuollon asiakkaasta. Taulut ovat virikoodattuja kisitetyyp-
peihin, jossa punainen on master data -kdsite, sininen on tapahtuma-kisite, violetti
sopimus-kisite ja oranssi referenssikésite.
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Tietovarastoa muodostaessa tulee toteuttaa kisitemallinnus, jonka avulla tietoaltaalla
olevat taulut voidaan lisiti tietovarastoon. Kdsitemallinnuksen avulla pystytidin yhdis-
tdmaidn useiden eri lahdejarjestelmien tauluja yhden yhteisen kisitteen alle. Suomen
sosiaali- ja terveydenhuollossa kiytettdva DigiFinlandin midrittelemat ja yllapitamat
kiasitemallinnussadnnostot koostuvat neljista késitetyypistd, jotka ovat: master data -,
sopimus-, tapahtuma-, seki referenssi-késite. Master data -késitteet ylldpitivit tietoa
itsendisistd késitteisti, jotka eivit tarvitse muita tauluja viittauksiksi. Téllaisia késitteita
ovat esimerkiksi henkild, organisaatio ja palvelu (Virta-hanke/ DigiFinland Oy, 2021).
Sopimus-késitteet ovat kasitteitd, jotka eivit ole itsendisid vaan viittaavat muihin taului-
hin. Lisdksi sopimus-kisitteissd ominaista on alku- seké loppuaika. Niitd késitteitd ovat
esimerkiksi henkilon palvelusuunnitelma, osoite, seki pitkdaikainen diagnoosi (Virta-
hanke/ DigiFinland Oy, 2021). Tapahtumakdsitteet ovat kasitteitd, joille on merkitty
aikaleima siitd milloin tapahtuma on tapahtunut. Esimerkiksi kéynti- ja palvelutapahtu-
ma ovat téllaisia kisitteitd (Virta-hanke/ DigiFinland Oy, 2021). Referenssi-késitteet
sisdltavat esimerkiksi sosiaali- ja terveydenhuollossa kiytettyjad koodistoja sekd niiden
selkokielisid selitteitd. Niita kasitteitd ovat esimerkiksi ICD-10, ICPC-2 ja kdyntisyy
(Virta-hanke/ DigiFinland Oy, 2021). Kuvassa (3.3) esitetdin kuinka erilaiset késitteet

voivat olla linkitettynd toisiin kasitteisiin muodostaen kokonaisen késitemallin.

sat_henkilo sat_organisaatio
1 | henkild_avain 1 | organisaatio_avain
2 | arvo 1 2 |amvo1
3 |amvo2 3 |amvo2

hub_henkild link_kaynti hub_organisaatio
1 henkild_avain 1 henkild_avain 1 organisaatio_avain
2 | tunniste 2 | crganisaatio_avain 2 | tunniste

3 anvo 1

Kuva 3.4: Data Vault 2.0 mukainen arkkitehtuuri, jossa tieto tallennetaan satelliitti-,
link- ja hub-tauluihin. Esimerkkiarkkitehtuurissa kisitteistda henkil ja organisaatio on
muodostettu hub-taulut. Nama kisitteet yhdistyvét kasitteessd kiynti, joka muodos-
taa linkkitaulun. Lisdksi henkilon ja organisaation attribuutit ovat sateliitti-tauluissa
yhdistettynd hub-tauluihin (Linstedt & Olschimke, 2015).

Kaésitemallinnuksen jidlkeen uudet késitteet tuodaan tietoaltaalta raakatietovarastoon,

jossa hyddynnetiddn Data Vault 2.0 -periaatteita. Raakatietovaraston tarkoitus on sdilyttad
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tieto ennallaan yhdistden kuitenkin eri ldhtojirjestelmien samat késitteet yhtendisiin
rakenteisiin (Linstedt & Olschimke, 2015). Tdssa vaiheessa pyritdén integroimaan tiedot
kéasitemallin tasolla huomioiden kuinka hyvin ldhtojdrjestelmin tietorakenteet tukevat
kasitemallia. Timin avulla uusia tietojirjestelmid voidaan lisdté tietovarastoon ilman
uudelleen toteutettavaa integroimista tai mallintamistatarvetta (Linstedt & Olschimke,
2015). Data Vault 2.0 -tietomalli muodostuu kolmesta erilaisesta tietorakenteesta: hub-,
satelliitti-, sekd linkki-taulu (Linstedt & Olschimke, 2015). Hub-taulu muodostetaan
jokaiselle kasitteelle ja nédihin tauluihin kerétdédn kaikki tietoaltaan tietyn késitteen yksi-
16ivit tunnisteet. Esimerkiksi sosiaali- ja terveydenhuollon asiakas on yksi hub-taulu.
Téhén tauluun lisatddn silloin jokaisen asiakkaan yksiliva tunniste. Yksiloivi tunniste
on jotain minki avulla reaalimaailmassa kisite tunnistetaan (Linstedt & Olschimke,
2015). Henkilot yksiloidddn yleensd henkilotunnuksen avulla, koska nimi ei suora-
naisesti takaa yksilointid. Toinen rakenne tietomallissa on satelliitti-taulu. TAma taulu
linkittyy hub-tauluun yksiloivdn avaimen avulla. Satelliitti-taulun tarkoituksena on
sdilod kaikki attribuutit yhdelle henkil6lle. Esimerkiksi sosiaali- ja terveydenhuollon
asiakkaan syntymadaika, kotikunta ja muut tiedot voidaan varastoida satelliitti-tauluun ja
linkittaa hub-taulussa olevaan henkil6on. Talloin eri 1dhtojéarjestelmistd voidaan lisdti
uusi satelliitti-taulu, joka kertoo samasta asiakkaasta uusia tietoja. Viimeisend tietoraken-
teena on linkki-taulu, jonka avulla kaksi tai useampi késitettd muodostavat kisitteiden
vilisen suhteen. Tastd esimerkkind asiakkaan ja organisaation vélinen hoitokdynti. Data

Vault 2.0-periaatteen mukainen tietomalli on esitetty kuvassa (3.4).

Raakatietovaraston avulla pystytddn muodostamaan liiketoiminnan nakokulmasta li-
sdtauluja, jotka tuovat lisdarvoa tietovarastosta saatavalle tiedolle. Nditd lisatauluja
muodostetaan organisaation tarpeisiin kuten analytiikkaan tai raportointiin. Naita kisit-
teitd ovat esimerkiksi eri lahtojirjestelmien satelliitti-taulujen yhdistaminen yhteniiseksi
tietokantatauluksi. Tdtd uutta rakennetta pystytidin hyodyntimiidn, kun tietovarastoa
halutaan kiyttaa koko organisaation laajuisesti. Ndiden lisdtaulujen muodostaminen on
toisinaan haastavaa, silld useat eri sosiaali- ja terveydenhuollon tietojirjestelmat sisdllyt-
tavit erilaista tietoa. Liséksi jotkin jarjestelmaét eivit tuota yhdistimisesséd vaadittavia
tietokenttid. Tastd syystd tietovarastolla olevasta tiedosta muodostetut lisdtaulut voivat

vililla jaada vaillinaisiksi.

3.2.4 Hyodyntamiskerros

Tietovaraston hyodyntiminen voi jossain tapauksissa olla resurssien kannalta raskasta.

Hyodyntamiskerroksessa pyritddn tuottamaan aputauluja, joiden avulla tietovarastoa
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hyodynnettiessd laskemiseen varattujen resurssien tarve vahenee. Tassé luvussa kisitel-
ldaédn raakatietovaraston taulujen ja organisaation toiminnan lisdtaulujen hyodyntamista.
Lisiksi kasitellaan hyodyntdmiskerroksessa usein kdytetyt tdahti-mallin mukaiset fakta-
ja dimensiotaulut. Nama kisitteet ovat oleellisia silld, tutkielman kokeellisessa osuudes-

sa datajoukko keritddn hydodyntdmiskerroksen fakta- ja dimensiotauluista.

Dimensiotaulu_1 Faktataulu
1 | dim_avain_1 1 | dim_avain_1 Dimensiotaulu_2
2 |arvo1 2 | dim_avain_2 1 | dim_avain_2
3 |arvo2 3 Jarvo1 2 lamvo1
3 |arvo2

Kuva 3.5: Esimerkki tdhtimallin arkkitehtuurista. Keskelld olevaan faktatauluun linkittyy
kaksi dimensiotaulua.

Hyodyntdmiskerroksen tarkoitus on muodostaa aputauluja, joita voidaan hyddyntaa tie-
tovaraston ulkopuolisissa toiminnoissa, kuten analytiikassa seki raportoinnissa. Tietoa
ei suoranaisesti muokata, mutta se muotoillaan kohdejirjestelmissa oleviin muotoihin
(Linstedt & Olschimke, 2015). Aputauluissa voidaan tehda esimerkiksi raskaita paitte-

lyitd, joiden tekeminen analytiikan tai raportoinnin sovelluksessa hidastaisi prosessia.

Yksi yleisesti raportoinnissa ja muissa toimissa kédytetty malli on tdhti-malli (Star
schema), joka koostuu fakta- ja dimensiotauluista (Linstedt & Olschimke, 2015). Fakta-
taululla tarkoitetaan taulua, johon keritdén tyypillisesti tapahtumatyyppisid kasitteitd
mahdollisimman tarkalla tasolla. Esimerkiksi erilaiset tapahtuma- tai kustannuskasit-
teet on mahdollista muotoilla faktatauluksi. Dimensiotaulut siséltivit faktatauluihin
linkittyvid avainkenttid, joiden avulla faktataulun riviltd voidaan hakea lisdtietoa di-
mensiotauluista esimerkiksi referenssikoodin selkokielisid selitteitd tai ajan esitystapaa

helpottavia kenttid. Kuvassa (3.5) on esitetty tdhti-mallin mukaisesta arkkitehtuurista.

3.3 Segmenttimuutoksen ennustaminen

Sosiaali- ja terveydenhuollon asiakkaiden segmenttimuutoksen ennustamista on tut-
kittu jossain méarin (Chechulin ym., 2014; Morid ym., 2020; Ng ym., 2020). Monet

tutkimukset pohjautuvat terveydenhuollon potilaiden erilaisten segmenttien muutoksien

37



ennustamiseen. Nditd segmenttejd ovat esimerkiksi suurimpien kustannusten potilaat
ja pitkdaikaiset suuren tarpeen potilaat. Monien tutkimuksien tavoitteena on luoda
ennustemalleja, joiden avulla ennustettavaa asiaa voitaisiin ennaltachkiistd. Sosiaali-
ja terveydenhuollon asiakkaan riskien tunnistamisen avulla voidaan tuottaa tehokasta
ja ennaltaehkéisevdd terveydenhuoltoa. Lisdksi useat tutkimukset ovat painottuneet
terveydenhuollon asiakkuuksiin (Chechulin ym., 2014; Morid ym., 2020; Ng ym.,
2020). Esimerkiksi neuroverkkoja on hyodynnetty ennustemalleissa, joiden tarkoitus on
ennustaa yksittdisen sairauden riskid potilaalla (Shanker, 1996). Niamé tutkimukset ovat
lahelld tutkielman aihetta, mutta tissi tutkielmassa painotetaan enemmén kokonaisval-
taista hoitoa tukevien segmenttimuutoksien ennustamista. Aiemmissa tutkimuksissa on
kiytetty erilaisia menetelmii tilastotieteestd ja koneoppimisesta. Tutkimuksissa kaytetyt
tietojarjestelmait ja niistd kerdtyt datajoukot vaihtelevat paljon. Tasti syystd malleja ei

voi kopioida suoraan tamin tutkielman kokeellisen osuuteen.

Morid ym. (2020) tutkimuksessa potilaan vakuutuskorvaushakemuksista muodostettiin
datajoukko, jonka avulla koulutettiin konvoluutioarkkitehtuuriin perustuvia neuroverk-
koja. Nami ennustemallit pyrkivit ennustamaan potilaan tulevaa kustannussegmenttid.
Koulutusdata muodostettiin terveys- ja lddkevakuutuskorvaushakemuksista vuosilta
2013 - 2016. Datajoukon pdivitasolla tallennetut tapahtumat muunnettiin kuukausitason
ryhmittelyiksi. Yhtd kuukautta kohti asiakkaan tietojoukko koostui 608 parametrista.
Naistd parametreista kaksi oli kuukauden terveys- ja apteekkikuluja, 180 toimenpide-
merkintad, 83 diagnooseja, 336 ladkereseptejd ja 7 kdyntisyy-koodia. Koulutusdata
muodostui sosiaali- ja terveydenhuollon asiakkaan 24 kuukauden jaksosta. Ennustet-
tava kuukausi valittiin 12 kuukauden péddhén viimeisestd koulutusdatan kuukaudesta.
Jokainen datajoukon potilas muodosti yhden 24 kertaa 608 matriisin. Tutkimuksessa
moniulotteista koulutusdataa kiytettiin vastaavalla tavalla kuin visuaalista dataa konvo-
luutioverkoissa. Tamin avulla konvoluutioverkon oli mahdollista poimia moniulotteisia

tapahtumia, joiden avulla voitiin ennustaa kustannussegmenttia.

Morid ym. (2020) tutkimuksessa datajoukon koko oli 91 tuhatta potilasta, 6.3 mil-
joonaa terveysvakuutuskorvausta ja 1.2 miljoonaa lddkevakuutushakemusta. Tastd 70
prosenttia kiytettiin neuroverkon kouluttamiseen ja validointiin. Loput 30 prosent-
tia kdytettiin mallin testaukseen. Tutkimuksessa konvoluutioneuroverkot toteutettiin
TensorFlow:n Python -kirjaston avulla. Tutkijoiden itse kehittimé neuroverkko kaytti
LReLU-aktivointifunktiota, adam-optimointialgoritmia, sekd keskimaariista neliovir-
hettd (Mean square error, MSE) virhefunktiona. Tutkimuksessa rakennettu konvoluutio-
neuroverkko koostui kolmesta konvoluutiokerroksesta (Convolution layer), seké jokaisen
konvoluutiokerroksen omasta yhdistimiskerroksesta (Pooling layer). Lopuksi viimeinen

yhdistdmiskerros liitettiin klassiseen neuroverkkoon.
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Morid ym. (2020) tutkimuksessa ennustettavat potilaat luokiteltiin viiteen ryhméaéan
kustannusten perusteella. Ryhméa 1 oli halvimpien kustannusten luokka ja ryhma 5
kalleimpien kustannusten luokka. Potilaan kustannusten maéri laskettiin vakuutuskor-
vauksien summista viimeisimmén vuoden ajalta. Tutkimuksen tuloksina havaittiin, ettad
tutkijoiden itse kehittama konvoluutioarkkitehtuuri onnistui saamaan 94.53 prosentin
ennustetarkkuuden. Lisdksi ennustemalli onnistui paihittimiin ennustetarkkuudessa
vertailussa olleet yleisesti tunnetut konvoluutiomallit ResNet-34 (He ym., 2015) ja
AlexNet (Krizhevsky ym., 2012).

Chechulin ym. (2014) tutkimuksessa kehitettiin ennustemalli, jonka avulla voidaan
ennustaa terveydenhuollon potilaan riskii joutua suurimpien kustannuksien potilas-
segmenttiin. Suurimpien kustannusten segmentiksi méériteltiin ne potilaat, joiden
terveydenhuollon kustannukset olivat suurimman viiden prosentin joukossa kaikista
potilaista. Ennustemallit koulutettiin ennustamaan tihédn segmenttiin joutumisen riskii
vuoden paistd viimeisestd datapisteestd. Datajoukko kerittiin aikavaliltd 2008 - 2011.
Segmentin ennustamiseen kiytettiin kolmen vuoden ajanjaksoa ja ennuste tehtiin vii-
meisestd datapisteestd vuoden padhin. Datajoukosta karsittiin ne potilaat, jotka olivat
kuolleet alle vuoden pédsti viimeisestd datapisteestd, koska he eivit voineet enda kuulua
kalleimpaan potilasryhméén. Lisidksi datajoukosta poistettiin alle viiden vuoden ikéi-
set potilaat. Koulutusdataan kerittiin tietoa potilaiden tapahtumista terveydenhuollon
palveluissa. Nama tapahtumat sisélsivit 1adkirin tapaamisen, akuutin sairaalahoidon,
pdivikirurgian, ensiavun, dialyysin, syopahoidon, poliklinikkakdynnit, kuntoutuksen,
mielenterveyspalvelut, pitkdaikaishoidon ja kotihoidon. Potilaiden aiheuttamat kustan-
nukset pditeltiin laskemalla niista erilaisista palveluista keskituntihinta ja kertomalla
se potilaan palvelunkiyttdjen méirilla. Datajoukkoa muodostaessa potilaista keréttiin
my0s perustiedot kuten ikd, sukupuoli, sosioekonominen status ja koodistoja kuten
ICD-10. Lisdksi kdyntien ja sairaalahoitojaksojen mairit laskettiin summatiedoiksi
datajoukkoon. Kerityssi datajoukossa potilaiden méaéré oli 10 300 856. Datajoukossa
kiytettyjen parametrien maird oli 69. Ennustemallina kiytettiin logistista regressiota.
Tilastollinen menetelmé antoi tarkkuudeksi 94.2%, herkkyydeksi 42.2% ja johdonmu-
kaisuudeksi 97%. Tuloksissa huomattiin ién olevan hyvin merkittava tekija ennusteen

tarkkuuden osalta.

Ng ym. (2020) tutkimuksessa kehitettiin ennustemalli, jonka avulla voidaan ennustaa
asiakkaan todennékoisyyttd joutua terveydenhuollon pysyvin korkean tarpeen asiakkaak-
si (Persistent high utilizers, PHUs), ohimevin korkean tarpeen asiakkaaksi (Transient
high utilizers, THUs) tai matalan tarpeen asiakkaaksi (Non-high utilizer, non-HUs).

Korkean tarpeen asiakkaiksi (High utilizers, HUs) mairiteltiin ne potilaat, joiden tervey-
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denhoidon aiheuttamat kulut olivat vuoden aikana kymmenen korkeimman prosentin
joukossa tai vihintdédn 8150 Amerikan dollaria ($). Pysyvin korkean tarpeen asiak-
kaat olivat niitd henkil6iti, joiden korkea tarve pysyi yhtdjaksoisena vahintidin kolme
vuotta. Ohimenevin korkean tarpeen asiakas taas mddriteltiin siten, ettd potilas oli
vihintiddn yhden vuoden, mutta enintdéin kolme peridkkiistd vuotta korkean tarpeen
asiakkaana. Datajoukko koostui 152 497 terveydenhuollon asiakkaasta. Datajoukko
muodostettiin terveydenhuollon laskuista ja siihen liitetyisti tiedoista. Niiti tietoja olivat
madrityt ladkitykset, laboratorio- ja radiologiatutkimukset, leikkaukset, tarkennetut
tutkimukset, lddkérin tapaamiset, terapiat ja muut luokittelemattomat hoitotapahtu-
mat. Ennustemallien kouluttamiseen otettiin 70% datajoukosta. Loput 30% kéytettiin
mallien testaukseen. Tutkimuksessa vertailtiin kolmea erilaista algoritmia. Nama4 al-
goritmit olivat rangaistuspohjainen regressio (Penalized regression), tukivektorikone
(Support vector machine) ja satunnaismetsdan (Random forest) perustuva XGBoost-
malli (Extreme gradient boosting) (Chen & Guestrin, 2016). Tutkimuksessa parhaiten
suoriutunut ennustaja oli XGBoost-malli. Malli sai testidatalla AUC-mittarin arvoik-
s179.8% ja 95%, jossa luottamusvili (Confidence interval, CI) oli 78.8% ja 80.8% vililla.

Kaikissa edelld mainituissa ennusteiden tulokset osoittautuivat vihintdankin lupaa-
viksi. Ennustemallit pystyivit ennustamaan sosiaali- ja terveydenhuollon asiakkaiden
segmenttimuutoksia parhaimmillaan 94.53 prosentin tarkkuudella. Tutkimuksissa nous-
seita ennustemalleja olivat logistinen regressio, XGBoost-malli ja konvoluutioneuroverk-
ko. Tutkimukset perustuivat vahvasti terveydenhuollon tuottamaan dataan esimerkiksi
vakuutuskorvauksista kerittynid datana. Sosiaalihuollon datalidhteitd ei hydodynnetty
kuin Chechulin ym. (2014) toteuttamassa tutkimuksessa, jossa sosioekonominen status
oli yksi mallin parametreista. Tutkimusten ennustemallien parametriméérit vaihtelivat
69 ja 608 vililla. On huomattavaa, ettd neuroverkoilla tehdyissda malleissa oli suurin
parametrien miird. Kaikissa tutkimuksissa kdytetyt datajoukot olivat laajoja sosiaali- ja
terveydenhuollon asiakasmiirien osalta. Kéytetyissd datajoukoissa henkildiden maari
oli monista kymmenisti tuhansista moneen miljoonaan. Sosiaali- ja terveydenhuollon
asiakkaan ennustettavia segmentteji olivat kustannusluokat ja korkean palvelutarpeen
luokat. Namai ovat ldhelld tutkielman kokeellisessa osuudessa ennustettavaa Parjadja-
mallin mukaista verkosto-segmenttid, koska kaikissa segmenteissd kustannukset ja

hoidon tarve ovat pidsaantoisesti hyvin korkeita.

Morid ym. (2020) tutkimuksen konvoluutioneuroverkko vaikutti vahvasti timén tut-
kielman kokeellisen osuuden toteutukseen. Tutkimuksen lupaavien tulosten perusteel-
la konvoluutioneuroverkko valittiin yhdeksi arkkitehtuuriksi. Tutkimuksessa kaytetty
LReLU-aktivointifunktion soveltuvuutta testataan timin tutkielman kokeellisen osuu-

dessa. Lisdksi kuukausitason datapisteet vaikuttivat tehokkaalta tavalta sdilyttda osa
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kiyntitietojen aikasarjallisuudesta. Yleisesti tutkimuksissa korostuivat sosiaali- ja ter-
veydenhuollon asiakkaiden iki sekd annetut diagnoosit. Molemmat ovat tutkimusten
perusteella vahvoja indikaattoreita kustannusten ja hoidon tarpeen ennustamiseen. Tut-
kielman kokeellisessa osuudessa datajoukkoon kerétidin vastaavia arvoja, silld niiden

ennustevoimasta on selkeitd niyttja tutkimusten perusteella.
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4. Kokeellisen osuuden toteutus

Taman tutkielman kokeellisessa osuudessa tutkitaan, kuinka suuri ennustetarkkuus
voidaan saavuttaa neuroverkoilla toteutetulla ennustemallilla, joka pyrkii ennustamaan
sosiaali- ja terveydenhuollon asiakkaan Pirjiéja-mallin mukaista segmenttimuutosta kuu-
den kuukauden péadhin. Kuvassa (4.1) on esitetty visualisaatio tutkielman kokeellisessa
osuudessa toteutettujen ennustemallien koulutuksessa kiytossa olevasta datajoukos-
ta ja ennustamisen kohteesta. Liséksi tutkitaan erilaisten neuroverkkoarkkitehtuurien
vaikutusta ennustemallien ennustetarkkuuteen. Koulutettavat mallit koulutetaan ennusta-
maan, muuttuuko sosiaali- ja terveydenhuollon asiakkaan Pérjadja-mallin mukainen asia-

kassegmentti verkosto-asiakkuudeksi kuuden kuukauden péésté viimeisestd havainnosta.

Kokeellisessa osuudessa vertaillaan klassista neuroverkkoarkkitehtuuria, LSTM arkki-
tehtuuria, sekd konvoluutioneuroverkkoja. Lisidksi vertaillaan virhefunktion, aktivointi-
funktion ja neuroverkon syvyyden vaikutuksia tuloksiin. Neuroverkkojen kouluttamista
varten oleva data keritddn Keski-Uudenmaan sote -kuntayhtymin tietovarastosta. Tie-
toja hankitaan yli 70 vuotta tayttaneistd asiakkaista ja data on aikavéliltd 1.1.2018 -
31.7.2021. TIkdryhma valittiin, koska suuri osa yhteistyo-asiakkuuksista alkaa vanhem-
malla 1dlld. Aikajakso valittiin, koska dynaamisesti segmentoituja palveluita oli eniten
talld ajanjaksolla. TAdma johtuu historiassa tuotettujen palveluiden dynaamisen segmen-
toinnin haastavuudesta. Aikavéli on kuitenkin varsin riittdva, vaikka historiallista dataa

karsiutuukin jossain médrin pois.

Luvussa 4.1 kdydaan lapi kuinka dynaaminen asiakassegmentointi toteutetaan, jot-
ta koulutusdatan tulos-arvoja voidaan kerdtd. Luvussa 4.2 puolestaan késitelldéin, kuinka
aineisto hankitaan ja muodostetaan tietovarastosta. Liséksi tiedon kerdyksen rajauksia
kuvataan hakuvaiheessa. Luku 4.3 kisittelee koulutusdatan muodostamista eri arkkiteh-
tuurien syotteitd varten. Lisédksi luvussa kerrotaan kuinka koulutusdata esikisitellddan
neuroverkkojen koulutusta varten. Luvussa 4.4 kdydién lédpi valittujen neuroverkkomal-
lien kouluttamista, parametrien valintaa, sekd muita neuroverkon koulutukseen liittyvid

valintoja. Luvussa 4.5 esitetddn neuroverkkojen tuloksia suorituskykymittarien avulla.
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Kuva 4.1: Visualisaatio kerittavasti tietojoukosta ja ennustemallin vasteesta. Kerétti-
vissid datajoukossa on sosiaali- ja terveydenhuollon asiakkaan kymmenen kuukauden
niputetut palvelutapahtumien tiedot. Kerédtyn datajoukon avulla ennustetaan asiakkaan
segmenttimuutoksen riskid kuuden kuukauden paasta. Jokainen kuukausi siséltaa tieto-
varastolta summatut koodistomerkinnit, jotka ovat esiintyneet kyseisend kuukautena.

4.1 Dynaamisen segmentoinnin toteutus

Sosiaali- ja terveydenhuollon asiakkaiden kuukausitason segmenttejd muodostetaan
dynaamisesti Keusoten tietovarastossa. Tietovarastoon luodaan apukyselyitd, joiden
avulla luodaan asiakkaiden kuukausitason segmenttien taulu. Tdmi on pohjana kaikelle
koulutukselle, koska ennustemallit koulutetaan ennustamaan, muuttuuko Pirjdéja-mallin

mukainen segmentti muista segmenteistd ryhméén 4, joka on verkosto-asiakkuus.

F_palvelukaytto-faktatauluun on muodostettu kokeellisen osuuden kannalta tarpeel-
liset tiedot; se sisdltdd potilaan yksiloivin avaimen, aikaleiman, sekd sarakkeen
dim_asiakkuusryhma. dim_asiakkuusryhma-sarake yhdistdd jokaisen palvelutapah-
tuman johonkin Pirjiddji-mallin mukaisesta segmentisti tai antaa palvelutapahtumalle
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arvon, joka viittaa luokittelemattomaan palvelutapahtumaan. Taméa kenttd muodoste-
taan hyodyntdmalla referenssitaulua, joka on organisaation substanssiosaajien kanssa
muodostettu taulu, jossa palvelut luokitellaan Pirjadja-mallin mukaisiin segmentteihin.
Piarjadja-segmenttiin kuuluvia palveluita ovat esimerkiksi pienen tuen palvelut ja itse
hankittavat tukipalvelut. Verkosto-segmenttiin kuuluvat palvelut ovat raskaita palveluita
kuten kotihoidon yokaynnit, laitoskuntoutus ja muut kalliit tukihoitomuodot. Osa pal-
veluista voivat myos olla vaikeammin méiiriteltiavissd. Talloin palvelun segmentointi
saattaa tapahtua esimerkiksi asioinnin toistuvuuden perusteella. Jos asiakas tarvitsee
samaa palvelua useasti, muuttuu segmentointi. Harvoin kéytettynéd palvelu voidaan

padtelld toiseen segmenttiin.

Seuraavaksi luodaan F_palvelukaytto-faktataulusta uusi aputaulu, jossa segmentoi-
daan potilaiden kuukaudet Parjddja-mallin mukaisesti. Kuukausitason segmentointi on
tehokas tapa kisitelld segmenttimuutoksia, koska usein palveluita ei kdytetd paivittéin.
Sosiaali- ja terveydenhuollon asiakas voi olla yleisella tasolla raskaita palveluita tarvit-
seva henkilo, jolle on tehty jo valmiiksi esimerkiksi ruokahuollon tilaus kuukaudeksi
eteenpdin. Tama kuitenkin nékyisi useana pédivind matalan tason asiakkaan jos rakenne
olisi pdivitasolla. Jotta taimd voidaan vilttidd, tehddin segmentointi kuukausitasolla.
Niin sosiaali- ja terveydenhuollon asiakkaan kehitystd voidaan seurata tehokkaasti

Piarjadja-mallin mukaisessa segmentoinnissa.

Uuden aputaulun tarkoitus on yhdistdad jokainen asiakkaan palvelumerkintd vuoden
samalle kuukaudelle. Koska faktataulu siséltda paivimaarin yleisend muotona, voidaan
hyodyntdd D_kalenteri-dimensiotaulua, jonka avulla se yhdistetdédn jokaiselle asiakkaal-
le vuosi_kuukausi-sarakkeeseen. Tdmaén jilkeen samalle asiakkaalle kuuluvat ja saman
vuosi_kuukausi arvon rivit ryhmitetdén yhteen summaamalla dim_asiakkuusryhma-
kenttien arvot omille sarakkeilleen S1, S2, S3 ja S4. Niisti sarakkeista voidaan tehdi
kuukausitason segmentointi. Asiakkaan kuukausi kuuluu segmenttiin 4 (Verkosto-
asiakkuus), jos se sisiltdd yhtdédn palveluita jotka kuuluvat luokkaan 4, tai jos asiakkaalle
on merkitty palveluja seké luokasta 2 (Yhteistyo-asiakkuus) ettd 3 (Yhteiso-asiakkuus).
Asiakkaan kuukausi segmentoidaan luokkaan 3 (Yhteiso-asiakkuus), jos héanelle on
merkitty palveluja ryhmistd 3 (Yhteiso-asiakkuus). Asiakkaan kuukausi segmentoidaan
luokkaan 2 tai 1 vastaavalla tavalla kuin segmentti 3. Lopuksi kuukausi segmentoidaan
ryhmiin 0, joka vastaa luokittelematonta kuukautta. Koska dynaaminen segmentointi
ei ole tdysin kattava kaikkien palveluiden osalta, sosiaali- ja terveydenhuollon laajuuden
takia, ei osa kuukausista paddy dynaamisesti segmentoiduiksi. Tami kuukausitason

segmentointi-logiikka on esitetty kuvassa (4.2).
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select

ASTAKASTUNNISTE ,
VUOSI_KUUKAUSI,
sum(case DIM_ASTIAKKUUSRYHMA when ’1’ then 1 else 0 end) as S1,
sum(case DIM_ASTAKKUUSRYHMA when ’2’ then 1 else 0 end) as S2,
sum(case DIM_ASIAKKUUSRYHMA when ’3’ then 1 else 0 end) as S3,
sum(case DIM_ASTAKKUUSRYHMA when ’4’ then 1 else 0 end) as S4,
sum(case DIM_ASIAKKUUSRYHMA when ’-999996° then 1 else 0 end) as SO,
(case

when S4 > 0 or (S2 > 0 and S3 > 0) then 4

when S3 > 0 then 3

when S2 > 0 then 2

when S1 > 0 then 1

else 0

end) as SEGMENTTI,

from

"F_PALVELUKAYTTO"

left join

"D_KALENTERI"

on "F_PALVELUKAYTTO".DIM_KALENTERI =

group by

ASTAKASTUNNISTE,
VUOSI_KUUKAUSI

"D_KALENTERI".DIM_KALENTERI

Kuva 4.2: SQL-kysely, jonka avulla F_palvelukaytto-faktataulusta summataan yhteen
kaikki asiakkaan kuukauden palvelutapahtumat, jotka kuuluvat Pérjddja-mallin mukai-
seen segmenttiin S1 (Omatoimi-asiakkuus), S2 (Yhteistyo-asiakkuus), S3 (Yhteiso-
asiakkuus) ja S4 (Verkosto-asiakkuus). SO merkitsee palvelutapahtumia, joita ei ole
voitu yhdistdd mihinkdin Pirjddji-mallin segmenteistd. Naistd kuukausitason summista
paitellddn lopuksi asiakkaan kuukauden segmentti.
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4.2 Aineiston kerays

Dynaamisen asiakassegmentoinnin jdlkeen loput kerittavisti tiedoista kerdtddan Keski-
Uudenmaan sote -kuntayhtymaén tietovarastosta samalla kuukausitason rakenteella kuin
dynaaminen segmentointi. Nimai tiedot muodostavat kuvassa (4.1) esitetyn rakenteen
yhden kuukauden tietokentdt. Kerdykseen haetaan sosiaali- ja terveydenhuollon asiak-
kaan perustiedot idstd, kunnasta ja sukupuolesta. Lisdksi kirjauksista poimitaan THL:n
mukaisia koodistoja. Kerdykseen otetaan mukaan tautiluokitus ICD-10, perusterveyden-

huollon luokitus ICPC-2 ja asiointitapakoodisto.

Sosiaali- ja terveydenhuollon asiakkaan kuukausitason segmenttien kaikista merkinnois-
td muodostetaan summia, jotka ryhmitellddn asiakastunnisteen ja yksilollisen kuukauden
avulla. Yksilollinen kuukausi on tissid tapauksessa vuosi_kuukausi-muuttuja. Kuten
dynaamisessa segmentoinnissa, kiytetdin F_palvelutapahtuma-faktataulua, johon yhdis-
tetdan kalenteri-dimensiotaulu. Tall6in voidaan yhdistii kaikki tapahtumat, jotka ovat
merkitty samalla vuosi_kuukausi arvolla. Tamén jidlkeen keréttdvit arvot ryhmitetddn
summiksi. Nédin kuukausitason tiedot saadaan omille sarakkeilleen. Sarakkeita muodos-
tuu perustiedoista, dynaamisesta segmentoinnista ja koodistoista yhteensid 1606. Liséksi
kerdyksessd tehddin suodatus, jonka avulla keritdén vain yli 70-vuotiaiden palvelutapah-
tumat. Suodatus tehdadin, koska Parjadjid-mallin mukainen segmentti on harvinaisempi
nuoremmilla henkil6illd. Kuvassa (4.3) on esitetty lyhennetty SQL-kysely, jonka avulla
kerdtdaan ryhmitellyt palvelutapahtumamerkinnit. Datan kerdyksessé pyritdan mahdolli-
simman tasaiseen jakaumaan, koska epitasaisuus tuloksissa on todettu neuroverkkojen
koulutusta vaikeuttavaksi ominaisuudeksi (Li ym., 2020). Lisdksi suodatetaan myos
palvelutapahtumat ennen vuotta 2018, koska dynaamisen segmentoinnin merkintdja ei

ollut muina vuosina tarpeeksi kerdysti varten.

Seuraavaksi muodostetaan aputauluja, jotka kerdavit tietoja mitkd kuukausi-sarjat
tulee keritd asiakkaalta. Lisdksi yhdelta asiakkaalta saadaan useita kuukausi-sarjoja
litkkuttamalla viimeisimmin palvelumerkinnin kuukautta taaksepéin. Tilld tavoin kera-
tddn useita tapahtumia niistd henkil6isti, jotka ovat joutumassa verkosto-asiakkuuden
segmenttimuutokseen. Tamai auttaa tasapainottamaan epétasaista segmenttimuutosten

jakaumaa. Aputaulujen laskentaskripti on esitetty kuvassa (4.4).

Seuraavaksi luodaan toinen aputaulu, jonka avulla voidaan péételld, onko ennustettavaa
segmenttimuutosta tapahtunut. Taulussa (4.4) esitetylld skriptilld luodaan taulu, johon
yhdistetidin alkuperidinen dynaamisen segmentoinnin taulu. Padttelemilld kymmenennen
kuukauden, sekd ennustettavan kuukauden asiakassegmentit asiakaskohtaisesti, voi-

daan maidritelld, tapahtuiko muutosta vai ei. Kaikki ne kuukausisarjat, jossa kymmenes
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kuukausi on segmentoitu, eikd se ole ryhmissi 4, mutta ennustettavassa kuukaudessa

segmentoitu luokka onkin ryhmissi 4.

select

3 ASTAKASTUNNISTE,
4 VUOSI_KUUKAUSI,

5 sum(PALVELU_LKM) as PALVELU_LKN,
6 avg(DIM_IKA) as IKA,

7 mode (DIM_SUKUPUOLI) as SUKUPUOLT,
¢ mode (DIM_KUNTA) as KUNTA,

10 sum(case DIM_ASIOINTITAPA when ’'R10’ then 1 else 0 end) as R10,

12 éﬁﬁ(case DIM_ASIOINTITAPA when 'R90’ then 1 else 0 end) as R90O,

14 sum(case T1_ICD10_KOODI when ’'AQOO-A09’ then 1 else O end) as ICD1®_AGO_A09,
16 ;ﬁﬁ(case T1_ICD10_KOODI when ’'ZAO®-ZB9’ then 1 else 0 end) AS ICD1®_ZAO®_ZB9,
18 sum(case T1_ICPC2_KOODI when ’'A02’ then 1 else O end) as ICPC2_A02,

; éﬁﬁ(case T1_ICPC2_KOODI when ’W58’ then 1 else 0 end) as ICPC2_W58

22 from "F_PALVELUKAYTTO"

24 left join

25 "D_KALENTERI"

26 on "F_PALVELUKAYTTO".DIM_KALENTERI = "D_KALENTERI".DIM_KALENTERI

28 left join

29 "D_ICD1O"
50 on "F_PALVELUKAYTTO".DIM_ICD1® = "D_ICD10".DIM_ICD10

2 left join

33 "D_ICPC2"

4 on "F_PALVELUKAYTTO".DIM_ICPC2 = "D_ICPC2".DIM_ICPC2

36 where "D_KALENTERI".VUOSI_NUMERO > 2017 and DIM_IKA > 70
33 group by

39 ASTIAKASTUNNISTE,
40 VUOSI_KUUKAUSI

Kuva 4.3: Lyhennetty SQL-kysely, joka kerda asiakkaan kuukauden ryhmittymaéksi
nikymén perustiedoista, tautiluokituksesta ICD-10, perusterveydenhuollon luokituksesta
ICPC-2 sekd asiointitavan kirjauksista. Koodistojen kirjaukset summataan omille
sarakkeilleen hierarkiatason mukaisesti jaoteltuna. Skripti suodattaa ennen vuotta 2018
tapahtuneet kirjaukset, sekéd alle 70-vuotiaiden asiakkaiden kirjaukset.

Muut tapaukset ovat joko ei luokiteltuja muutoksia, muuttumattomia segmentteji tai
erilaisia segmenttimuutoksia, kuten ryhmastid 2 muutos ryhméin 3. Tama paittely on
esitetty kuvan (4.5) SQL-kyselyssd. Taméan SQL-kyselyn avulla voidaan myos suodattaa
osa negatiivisista arvoista eli ne, jossa segmenttimuutosta ei tapahtunut. Talloin datan

tasapaino paranee entisestaan.
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select

ASTAKASTUNNISTE,

to_varchar(dateadd(month, -15, max(PAIVAMAARA))::date, 'YYYY-MM') as KK_1,
to_varchar(dateadd(month, -14, max(PAIVAMAARA))::date, 'YYYY-MM’) as KK_2,
to_varchar(dateadd(month, -13, max(PAIVAMAARA))::date, 'YYYY-MM’') as KK_3,
to_varchar(dateadd(month, -12, max(PAIVAMAARA))::date, 'YYYY-MM’') as KK_4,
to_varchar(dateadd(month, -11, max(PAIVAMAARA))::date, 'YYYY-MM’') as KK_5,
to_varchar(dateadd(month, -10, max(PAIVAMAARA))::date, 'YYYY-MM’) as KK_6,
to_varchar(dateadd(month, -9, max(PAIVAMAARA))::date, ’YYYY-MM’) as KK_7,
to_varchar(dateadd(month, -8, max(PAIVAMAARA))::date, ’YYYY-MM’) as KK_8,
to_varchar(dateadd(month, -7, max(PAIVAMAARA))::date, ’YYYY-MM’) as KK_9,
to_varchar(dateadd(month, -6, max(PAIVAMAARA))::date, ’YYYY-MM’) as KK_10,
to_varchar(dateadd(month, O, max(PAIVAMAARA))::date, 'YYYY-MM’) as KK_ENNUSTETTAVA

from "UTIL_VUOSI_KUUKAUSI_ASIAKAS"

group by ASTAKASTUNNISTE

Kuva 4.4: SQL-kysely, jonka avulla luodaan aputauluja, joiden avulla pystytddn ha-
kemaan viimeisin kuukausi, jossa asiakkaalle on kirjattu palvelutapahtuma. Lisdksi
palvelutapahtumasta lasketaan kymmenen vuosikuukauden arvot siten, ettd ne ovat
kuusi kuukautta ennen viimeisintd tapahtumaa.

select

ASTAKASTUNNISTE,

ifnull (T1.SEGMENTTI,1) as KK_10_SEGMENTTI,

KK_ENNUSTETTAVA,

T2.SEGMENTTI as KK_ENNUSTETTAVA_SEGMENTTI,

case when T2.SEGMENTTI = 4 and T1.SEGMENTTI != T2.SEGMENTTI then 1 else 0 end as
VATIHTUIKO_SEGMENTTI,

KK_1,

KK_2,

KK_3,

KK_4,

KK_5,

KK_6,

KK_7,

KK_8,

KK_9,

KK_10,

1 as BATCH

from "LOAD_ML_UTIL_ASIAKAS"

left join

LOAD_ML_UTIL_VUOSI_KUUKAUSI_ASIAKAS as T1

on LOAD_ML_UTIL_ASTAKAS .KK_10 = T1.VUOSI_KUUKAUSI

and LOAD_ML_UTIL_ASIAKAS.ASTIAKASTUNNISTE = T1.ASIAKASTUNNISTE

left join

LOAD_ML_UTIL_VUOSI_KUUKAUSI_ASIAKAS as T2

on LOAD_ML_UTIL_ASIAKAS.KK_ENNUSTETTAVA = T2.VUOSI_KUUKAUSI
and LOAD_ML_UTIL_ASTAKAS.ASIAKASTUNNISTE = T2.ASIAKASTUNNISTE

where T2.SEGMENTTI > 0
and T1.SEGMENTTI > O

Kuva 4.5: SQL-kysely, jonka avulla pditellaan dynaamisen segmentoinnin muutos
sosiaali- ja terveydenhuollon asiakkaan kymmenennen ja kuudennentoista kuukauden
segmenteista.

Kuvassa (4.5) esitetty SQL-kysely tuottaa koulutusdatan osalta oleellisen tuloksen, eli

binddrisen jaottelun siitd, vaihtuuko sosiaali- ja terveydenhuollon asiakkaan potilas-
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segmentti ryhméin 4 seuraavan kuuden kuukauden aikana viimeisestd merkinnista.
Tarvittavat tiedot kerétdén ja niiden avulla luodaan kerdyksen valmis taulu. Titd taulua

kaytetdan koulutusdatassa. Tama on esitetty kuvan (4.6) SQL-kyselyssa.

select

BATCH,

ASTAKASTUNNISTE,
VATIHTUIKO_SEGMENTTI as TARGET_VALUE

from "PRE_DATASET"

Kuva 4.6: SQL-kysely, joka muodostaa lajitellun kerdyksen tulokset, jotka ovat koulu-
tusdatan y-arvoja.

Kuvassa (4.5) esitetyn SQL-kyselyn avulla tuotetaan uusi aputaulu, joka toimii pohja-
na siihen yhdistettiville tiedoille asiakkaan kuukausitason merkinndissid. Aputaulun
kymmenen kuukauden sarakkeet muunnetaan riveiksi. Tdmai on esitetty kuvan (4.7)
SQL-kyselyssa.

select BATCH, ASTAKASTUNNISTE, KK_1 AS KK from "PRE_DATASET"

union

union

select BATCH, ASIAKASTUNNISTE, KK_10 from "PRE_DATASET"

Kuva 4.7: Lyhennetty SQL-kysely, jonka avulla muodostetaan taulu kuukausitasolla.
Tdhén yhdistetddn kaikki kymmenen kuukautta jokaisesta, kuukausikerdyksesti jotka
muodostavat datapisteitd koulutusdatassa.

Lopuksi muodostetaan toinen aputaulu, johon asiakaskohtaisiin kuukausitason riveihin
yhdistetdin kuvan (4.8) SQL-kyselyn muodostama aputaulu. Liséksi tdssad vaiheessa var-
mistetaan, ettei null-arvoja keritd datajoukkoon, koska kaikki asiakkaan kuukaudet eivit
valttdmatta sisilla palvelumerkintdja tai diagnooseja. Talloin kuukausidatan ryhmitte-
lyrivid ei 10ydy myoskdin aputaulussa, joka yhdistetddn datapisteisiin. Lopuksi taulu
lajitellaan eriin, asiakastunnisteen ja kuukauden mukaan, jotta tieto yhdistyy oikein koulu-

tusdatan y-arvojen kanssa. Kuvassa (4.10) koulutusdatan y-arvot kerétdédn ja suodatetaan.
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select

BATCH,

ASTAKASTUNNISTE ,

KK,

ifnull (SUM_SEG_1,0) as S1,

ifnull (SUM_SEG_2,0) as S2,

ifnull (SUM_SEG_3,0) as S3,

ifnull (SUM_SEG_4,0) as S4,

ifnull (SUM_SEG_0,0) as SO,

ifnull (IKA,0) as IKA,

ifnull (SUKUPUOLI ,0) as SUKUPUOLI,

ifnull (KUNTA,0) as KUNTA,

ifnull (R10,0) as R10,

ifnull (R90,0) as RIO,

ifnull( ICD10®_A®O_A09,0) as ICD1O®_AQO_AO9,

ifnull( ICD10_ZA0O_ZB9,0) as ICD10®_ZAO_ZB9,

ifnull( ICPC2_A02,0) as ICPC2_A02,

ifnull( ICPC2_W58,0) as ICPC2_W58

from "LOAD_ML_UTIL_DATAPISTEET"

left join

LOAD_ML_UTIL_VUOSI_KUUKAUSI_ASTIAKAS

on LOAD_ML_UTIL_DATAPISTEET.KK = LOAD_ML_UTIL_VUOSI_KUUKAUSI_ASIAKAS.VUOSI_KUUKAUSI

and LOAD_ML_UTIL_DATAPISTEET.ASIAKASTUNNISTE = LOAD_ML_UTIL_VUOSI_KUUKAUSI_ASTAKAS.
ASTAKASTUNNISTE

order by
ASTAKASTUNNISTE, KK

Kuva 4.8: SQL-kysely, joka muodostaa lajitellun koulutusdatan. Taulu yhdistad 10
kuukauden jaksot palvelutapahtumien merkintoihin. Lisiksi taulu lajitellaan henkilon ja
kuukauden mukaan, jotta se vastaisi koulutusdatan tuloksien jirjestystid. Koska kaikilla
asiakkailla ei ole jokaisena kuukautena merkintdjd, tulee liitoksessa mukaan tyhjid
rivejd, jotka kaikki muunnetaan arvoksi 0.

4.3 Koulutusdatan muodostaminen

Seuraavaksi tietovarastolta kerdtyt viimeistellyt taulut muutetaan koulutusdatalle sopi-
vaan muotoon. Tietovarastolta data siirretdin DataBricksin Python-tyokirjaan, jossa
se kasitelladan. Koska klassiset neuroverkot, LSTM-arkkitehtuurin neuroverkot, seka
konvoluutioneuroverkot tarvitsevat syotteen hieman erilaisissa muodoissa, tulee teh-
di erilaisissa formaateissa olevia koulutusdatajoukkoja. Koulutukseen kaytettivissi
datajoukossa on 111 280 rivii, jossa on 1607 saraketta. Ottaen huomioon, etti rivit
ovat kuukausitasolla olevia datapisteitd, joita kdytetddn kymmenen yhden syotteen
rakentamiseen, tulee kokonaisuudeksi 11 128 datapistettd. Tulosjoukossa riveji on vas-
taavasti 11 128. Datapisteistd 4533 on positiivisia, eli pisteitd joissa segmentti muuttuu
ennustettavaan ryhméén 4. Negatiivisia arvoja datassa on 6595. Datajoukon jakauma on

hieman védristynyt, joka johtaa siihen ettd neuroverkoilla tuotetut mallit voivat painottua
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litkaa negatiivisiin tuloksiin (Bishop, 2006).

Klassisen neuroverkon syotteet ovat yksi lista (Goodfellow ym., 2016), joka vas-
taa syotekerroksen neuronien méaarad. Tastd syystd meidédn tulee yhdistda kymmenen
kuukauden datapisteet yhdeksi pitkéksi listaksi. Lisédksi sarakkeista poistetaan erdn
tunnus, vuosi_kuukausi, sekd rivinumerointi. Ndin muodostetaan taulu, jossa on 11 128
rivid ja jokainen rivi koostuu 16 030 syotteen listasta. Lisédksi koulutuksen y-datasta
siivotaan ylimiérdiset sarakkeet pois, jittden vain arvon, joka kertoo, muuttuiko potilaan

segmentti vai ei. Tama kasittely on esitetty kuvan (4.9) Python-koodissa.

import numpy as np

X = np.array(dataset_X)

X = X[:,4:X.shape[1]]

X = X.reshape((int((X.shape[0])/10), X.shape[1]*10))
Y = np.array(dataset_Y)

Y = Y[:,3]

Kuva 4.9: Python-koodi, jonka avulla koulutusdata muotoillaan klassisen neuroverkon
syoteavaruuden mukaisesti.

LSTM- seka konvoluutioneuroverkoissa x-taulun syotteistd tehddadan moniulotteisem-
pia. Aluksi muodostetaan lista, jossa on listoja, jotka sisdltdvit kuukauden datapisteet.
Talloin LSTM- ja konvoluutioneuroverkoissa muodostuu sama madri syotteitd kuin
klassista neuroverkkoa varten tehdyissé syotteissd, mutta luotu taulu on muodoltaan
(11128, 10, 1603). Tama vastaa kaksiulotteisia syotepisteitd, jotka ovat kronologisessa

jarjestyksessd kuukauden mukaan. Tama on esitetty kuvan (4.10) koodissa.

X = np.array(dataset_X)

X = X[:,4:tmp_X.shape[1]]

X = X.reshape((int ((X.shape[0])/10), 10, X.shape[l]))
Y = np.array(dataset_Y)

Y = Y[:,3]

Kuva 4.10: Python-koodi, jonka avulla koulutusdata muotoillaan LSTM- ja konvoluu-
tioneuroverkkojen moniulotteisen syoteavaruuden mukaiseksi.

Seuraavaksi data tulee jakaa koulutusta, validointia ja testausta varten omiin joukkoihin-
sa. Data on jaettu siten, ettd koulutusta varten 11 128 rivistd otetaan 64%, validointia
varten 16% ja testaukseen varten 20%. Kéytetty kirjasto myos sekoittaa datan satunnai-

seen jarjestykseen, mikd varmistaa ettei vain tiettyjen potilaiden kuukausia joutuisi vain
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yhteen datajoukkoon. Jako tapahtuu kuvassa (4.11) esitetylld koodilla.

from sklearn.model_selection import train_test_split
X_train, x_test, y_train, y_test = train_test_split(tmp_X, tmp_Y, test_size=0.2)

x_train, x_valid, y_train, y_valid = train_test_split(x_train, y_train, test_size
=0.2)

Kuva 4.11: Python-koodi, joka jakaa datan koulutusta, validointia ja testausta varten.

4.4 Neuroverkkojen koulutus

teeseen, parametreihin ja koulutustyyleihin liittyen. Kaikkia mahdollisia parametriyh-
distelmid ja testejd ei ajan ja resurssien puutteessa pysty toteuttamaan, mutta muutamien
parametriyhdistelmien ja arkkitehtuurien vertailu tuo hyvin ndkokulman sille, sovel-
tuvatko neuroverkot sosiaali- ja terveydenhuollon segmenttimuutoksien tehokkaaseen

ennustamiseen.

Luvussa 4.4.1 kerrotaan kokeellisessa osuudessa neuroverkkomallien rakentamiseen ja
kouluttamiseen kéytetyista kirjastoista Keras:ista ja TensorFlow:sta. Luvussa 4.4.2 kiy-
didin lapi kéytettyjen neuroverkkomallien arkkitehtuurit ja esimerkkikoodeja. Luvussa

4.4.3 kdydadn lipi koulutettavien neuroverkkomallien tutkittavia parametreja.

4.4.1 Tensorflow ja Keras

Tutkimuksen kokeellisessa osuudessa neuroverkkomallit toteutetaan TensorFlow:n ja
Keras:in avulla. TensorFlow on avoimen lihdekoodin alusta koneoppimisen tehtdvii
varten. TensorFlow sisiltdi paljon erilaisia tyokaluja, kirjastoja, sekd muita resursseja
koneoppimisen sovelluksia varten (Google, 2021). Keras on pythonilla toteutettu kor-
kean tason API, jolla voidaan luoda ja kouluttaa erilaisia neuroverkkomalleja, erityisesti
syvid neuroverkkoja ("Keras Documentation”, 2021). Keras:in rajapinta pystyy ajamaan
TensorFlow:n kirjastojen lisdksi myos muutamaa muuta koneoppimisen tyokalua ja
resurssikirjastoa. Keras tarjoaa kayttijille helppokiyttoisen syntaksin, sekd monipuoliset

ja laajennettavat ominaisuudet.
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Keras soveltuu tutkielman tekemiseen erinomaisesti avoimen ldhdekoodin ja help-
pokiyttoisen syntaksin takia. Keras:in avulla voidaan tuottaa kaikki kokeellisessa
osuudessa tuotetut neuroverkkomallit sisaltden klassisen neuroverkkoarkkitehtuurin,

LSTM-arkkitehtuurin ja konvoluutioneuroverkkoarkkitehtuurin.

4.4.2 Neuroverkkojen parametrit

Neuroverkoissa on monia parametreja, joiden méadrittely on tyolastd. Parametrien maa-
rittdminen on usein myos riippuvainen kiytossa olevasta datasta (Bishop, 2006). Tut-
kielman kokeellisessa osuudessa on ajan ja laskentatehon rajallisuuden takia kéytetty
kolmea erilaista neuroverkkoarkkitehtuuria, joista jokaista testataan sekd syvind, etti
matalana neuroverkkona. Vaihdettavia parametreja kokeellisessa osuudessa ovat alku-
kerroksien aktivointifunktiot. Jokaisessa mallissa vastekerroksen aktivointifunktio on
Sigmoid, koska bindérisessd luokitteluongelmassa arvovili [0, 1] on tehokasta muuntaa
pyoristimdlla tulokset bindirisiksi tulokseksi. Muissa kerroksissa aktivointifunktio-
na kaytetddn Sigmoid:ia, ReLU:a ja LReLU:a. Virhefunktio on toinen vaihdettava
parametri, jossa vertaillaan MSE:n ja risti-entropian vaikutusta koulutettavaan neuro-
verkkomalliin. Taulukossa (4.1) on esitetty kaikki tutkielman kokeellisessa osuudessa
toteutetut mallit ja niiden parametriyhdistelmat. Lisdksi jokaisessa mallissa kédytetdaan
Adam-optimointialgoritmia vakioparametreilla. Mallien vertailtaviin parametreihin ei
kuulu epoch-muuttuja, joka méérittelee kuinka monta kertaa koulutus toistetaan neuro-
verkkomallille. Epoch-parametri méaéritellddn dynaamisesti kdyttden validointidataa ja
aikaisen pysdytyksen -metodia, jota kisitellddn tarkemmin luvussa 2.5 neuroverkkojen

kouluttamisen yhteydessa.

4.4.3 Neuroverkkojen luominen ja koulutus

Tadmaén tutkielman kokeellisen osuuden tutkittaviksi neuroverkkoarkkitehtuureiksi va-
littiin klassinen neuroverkko, LSTM-neuroverkko, seka konvoluutioneuroverkko. Kon-
voluutiomalli valittiin Mored et al. toteuttaman tutkimuksen perusteella (Morid ym.,
2020), koska tutkielman kokeellisessa kaytetty data on hyvin hajanaista. Konvoluutiover-
kot toimivat yleensi tehokkaasti hajanaisiin terveydenhuollon tietojoukkoihin (Pandey
& Janghel, 2019). LSTM-neuroverkko valittiin tutkittavaksi, koska potilaista keratty
kuukausijaksoittainen data on ajanjaksollisesti sidottua, johon LSTM-mallit soveltuvat
hyvin, niiden rakenteen vuoksi. Kolmanneksi malliksi valittiin klassinen neuroverkko,
josta saadaan vertailupohja edelld mainittuihin neuroverkkoarkkitehtuureihin. Kaikis-

ta tutkittavista malleista tehdiddn yksinkertaiset versiot, joilla testataan neuroverkon
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Taulukko 4.1: Koulutetuissa ennustemalleissa kiytetyt parametriyhdistelmét

Malli | Arkkitehtuuri | Syvyys | Virhefunktio | Aktivointifunktio
M, Klassinen Matala MSE Sigmoid
M Klassinen Matala MSE RelLU
M3 Klassinen Matala MSE LRelLU
My Klassinen Matala | Risti-entropia Sigmoid
M;s Klassinen Matala | Risti-entropia ReLU
Mg Klassinen Matala | Risti-entropia LRelLU
My Klassinen Syvi MSE Sigmoid
Mg Klassinen Syva MSE ReLU
My Klassinen Syvi MSE LReLU
Mo Klassinen Syvda | Risti-entropia Sigmoid
My, Klassinen Syvda | Risti-entropia ReLU
Mi> Klassinen Syva | Risti-entropia LReLU
M3 LSTM Matala MSE Sigmoid
My LSTM Matala MSE ReLU
Mis LSTM Matala MSE LRelLU
Mg LSTM Matala | Risti-entropia Sigmoid
M7 LSTM Matala | Risti-entropia ReLU
Mg LSTM Matala | Risti-entropia LReLU
Mo LSTM Syvi MSE Sigmoid
M> LSTM Syvi MSE ReLU
M>; LSTM Syvi MSE LReLU
My LSTM Syvd | Risti-entropia Sigmoid
My3 LSTM Syvda | Risti-entropia ReLU
Moy LSTM Syvda | Risti-entropia LReLU
Mjs | Konvoluutio | Matala MSE Sigmoid
M>¢ | Konvoluutio | Matala MSE ReLU
M>7 | Konvoluutio | Matala MSE LReLU
My | Konvoluutio | Matala | Risti-entropia Sigmoid
My9 | Konvoluutio | Matala | Risti-entropia RelLU
M3o | Konvoluutio | Matala | Risti-entropia LRelLU
M3, | Konvoluutio Syvi MSE Sigmoid
M3, | Konvoluutio Syvi MSE ReLU
M3 Konvoluutio Syvi MSE LReLU
M34 | Konvoluutio Syvda | Risti-entropia Sigmoid
M3s | Konvoluutio Syvda | Risti-entropia ReLU
M3 | Konvoluutio Syva | Risti-entropia LReLU
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syvyyden muutoksia sekd muutamaa parametrimuunnosta. Erilaisia ennustemalleja

toteutetaan yhteensa 36 kappaletta.

Klassisella neuroverkolla tarkoitetaan rakennetta, jossa on syotekerroksen lisdksi jokin
madri piilotettuja neuronikerroksia. Kuvassa (4.12) oleva koodi esittidi kuinka matala
neuroverkko toteutetaan ja kuvassa (4.13) oleva koodi esittdd syvin neuroverkon toteu-
tuksen. Syvissd neuroverkossa piilokerroksia on enemmén, jolloin neuronien mairi

verkossa kasvaa.

from tf.keras import Sequential
from tf.keras import Dense

model = Sequential()
model .add(Dense (64, activation=’sigmoid’, input_shape=X[0].shape))

model .add(Dense(l, activation=’'sigmoid’))
model . compile(loss="MSE’, optimizer='adam’)

Kuva 4.12: Kokeellisessa osuudessa kaytetyn mallin M| koodiesimerkki. Neuroverkko-
mallin arkkitehtuuri on klassinen matala neuroverkko.

Kuvan (4.12) koodissa malli méairitetddn kayttaen tf.keras -kirjaston Sequential -mallia.
Tadma toimii neuroverkon pohjakerroksena, jonka paille muut kerrokset lisdtdan. Seuraa-
vaksi malliin lisdtddn piilokerros, jossa on 64 neuronia ja jossa se yhdistyy datajoukon
yhden datapisteen leveyteen. Lopuksi matalaan malliin lisdtdan yksi neuroni, joka tu-
lee ennustamaan segmenttimuutoksen todennikoisyyttd. Mallin jokaiselle kerrokselle
maéritellddn my0s aktivointifunktio. Lisdksi malliin valitaan virhefunktio, joka on téssi
mallissa MSE. Kuten kaikissa tulevissa malleissa, optimointialgoritmiksi on valittu
Adame-algoritmi. Kuvassa (4.13) oleva koodi poikkeaa matalasta neuroverkosta siten,
ettd sithen on lisdttyné kaksi neuronikerrosta ennen vastekerrosta. Kaikki kokeellisen
osuuden mallit tehddin syviksi neuroverkoiksi lisidmélld nithin ndmé kaksi kerrosta,

joiden molemmat kerrokset sisdltdvit viisi neuronia.

model = Sequential ()

model .add(Dense (64, activation=’sigmoid’, input_shape=X[0].shape))
model .add(Dense(5, activation=’sigmoid’))

model .add(Dense(5, activation=’sigmoid’))

model.add(Dense(l, activation=’'sigmoid’))

model .compile(loss="MSE’, optimizer=’'adam’)

Kuva 4.13: Kokeellisessa osuudessa kaytetyn mallin M7 koodiesimerkki. Neuroverkko-
mallin arkkitehtuuri on klassinen syvi neuroverkko.

LSTM-arkkitehtuurilla rakennetun neuroverkkomallin médritelldan kuvassa (4.14) esite-
tyssd koodissa. Kaikissa malleissa kéytetdadn edelld mainittua Sequential -mallia. Neuro-

verkkomalliin lisdtdin tf.keras.layers -kirjastosta LSTM-kerros, jossa on 64 neuronia.
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Vastekerros on yksi neuroni, joka antaa vasteeksi luvun, joka arvioi segmenttimuutoksen
todennidkoisyyttd. Kuvassa (4.15) on esitetty LSTM-arkkitehtuuri, johon on lisdtty kaksi

viiden neuronin kerrosta, tehden tistd rakenteesta syvan LSTM-neuroverkon.

from tf.keras.layers import LSTM
model = Sequential()
model .add (LSTM(64, activation=’sigmoid’, input_shape=X[0].shape))

model .add(Dense(l, activation=’'sigmoid’))
model .compile(loss="MSE’, optimizer=’'adam’)

Kuva 4.14: Kokeellisessa osuudessa kdytetyn mallin M3 koodiesimerkki. Neuroverk-
komallin arkkitehtuuri on matala LSTM-neuroverkko.

model = Sequential ()

model.add(LSTM (64, activation=’'sigmoid’, input_shape=X[0].shape))
model .add(Dense (5, activation=’sigmoid’))

model .add(Dense(5, activation=’'sigmoid’))

model .add(Dense(1, activation=’sigmoid’))

model . compile(loss="MSE’, optimizer=’'adam’)

Kuva 4.15: Kokeellisessa osuudessa kiytetyn mallin M9 koodiesimerkki. Neuroverk-
komallin arkkitehtuuri on syvd LSTM-neuroverkko.

Konvoluutioneuroverkkojen koodi on esitetty kuvan (4.16) koodissa. Malli on Sequential-
pohjainen kuten muutkin Keras:in avulla tuotetut neuroverkot. Malliin lisdtdan kaksi
Conv1D konvoluutiokerrosta, jotka ovat tf.keras.layers -kirjastosta. Conv1D konvoluu-
tiokerrosta kdytetddn usein aikajaksoittaisen datan kanssa, joka ei ole yhtd moniulotteista
kuin esimerkiksi kuvatiedostot. tf.keras.layers -kirjastosta saadaan myos MaxPooling1 D
-kerros, joka yksinkertaistaa ylempien kerroksien moninkertaistuneet syotteet. Timin
jalkeen moniulotteiset kerrokset muutetaan yksiulotteiseksi listaksi, koska konvoluution
jélkeinen kasittely yhdistetdin neuroverkkoon. tf.keras.layers- kirjastosta Flatten-kerros
lisdtddn malliin toteuttamaan ulottuvuuksien muotoilu yksiulotteiseksi jonoksi. Lopuksi
yksi neuroni lisdtddn viimeiseksi kerrokseksi. Kuvassa (4.17) on konvoluutioneurover-

kon rakentava koodi, jossa vastekerrosta ennen lisidtddn kaksi viisineuronista kerrosta.

Kokeellisen osuuden kaikki neuroverkkomallit koulutetaan kuvan (4.18) koodin avulla.
Kokeellisessa osuudessa kaytetddn tf.keras.callbacks -kirjastosta tuotua EarlyStopping
funktiota, jonka avulla voidaan laskea validointidatalla jokaisen koulutuskierroksen
jalkeen, kasvaako vai laskeeko validointidatan tulokset. Tima estdd mallin ylikoulut-
tamisen koulutusdataan, jolloin ennustettavuus pysyy hyvilla tasolla uuteen dataan.

Metodissa on patience-parametri, joka kertoo kuinka monta kierrosta validointidatalla
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ajetun virhefunktion vaste voi kasvaa ennen kouluttamisen pysdyttamistd. Lopuksi suo-
ritetaan neuroverkkomallin koulutusskripti, syottdmalld koulutusdata x_train ja y_train.
Epoch-parametri méaarittaa koulutuskierroksien miirian, mutta koska tutkielmassa kay-

tetddn aikaisen pysdytyksen -metodia, ei todellisuudessa kaikkia kierroksia ajeta.

from tf.keras.layers import ConvlD
from tf.keras.layers import MaxPoolinglD
from tf.keras.layers import Flatten

model = Sequential()

model .add(ConvlD(filters=64, kernel_size=3, activation=’sigmoid’, input_shape=X[0].
shape))

model.add(ConvlD(filters=64, kernel_size=3, activation=’sigmoid’))

model .add(MaxPoolinglD(pool_size=2))

model .add(Flatten())

model .add(Dense(1, activation=’sigmoid’))

model . compile(loss="MSE’, optimizer=’'adam’)

Kuva 4.16: Kokeellisessa osuudessa kdytetyn mallin M»5 koodiesimerkki. Neuroverk-
komallin arkkitehtuuri on matala konvoluutioneuroverkko.

model = Sequential()

model .add(ConvlD(filters=64, kernel_size=3, activation=’sigmoid’, input_shape=X[0].
shape))

model .add(ConvliD(filters=64, kernel_size=3, activation=’sigmoid’))

model .add(MaxPoolinglD(pool_size=2))

model .add(Flatten())

model .add(Dense (5, activation=’sigmoid’))

model .add(Dense(5, activation=’'sigmoid’))

model .add(Dense(1, activation=’sigmoid’))

model . compile(loss="MSE’, optimizer=’'adam’)

Kuva 4.17: Kokeellisessa osuudessa kdytetyn mallin M3 koodiesimerkki. Neuroverk-
komallin arkkitehtuuri on syva konvoluutioneuroverkko.

from tf.keras.callbacks import EarlyStopping
stop = EarlyStopping(monitor='val_loss’, mode=’min’, patience=5)

model . fit(x_train, y_train, validation_data=(x_valid, y_valid), epochs=4000,
callbacks=[stop])

Kuva 4.18: Python-koodi, jonka avulla mallit koulutetaan hyddyntiden aikaisin pysdytys
-metodia.
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4.5 Kokeellisen osuuden tulokset

Neuroverkot laitettiin ennustamaan sosiaali- ja terveydenhuollon asiakkaan segmentti-
muutoksen todennikoisyyttd. Timé todennédkdisyys muunnettiin bindériseksi vastauk-
seksi kayttden pyoristimistd. Kokeellisen osuuden 36 neuroverkkoa ja niiden tuottamat
tulokset ovat esitetty kolmessa taulukossa. Néihin tauluihin sisdltyy tutkielman kokeelli-

sessa osuudessa tuotettujen ennustemallien suorituskykymittarien arvot.

Taulukko (4.2) havainnollistaa, miten hyvin klassinen neuroverkko onnistui ennus-
tamaan sosiaali- ja terveydenhuollon asiakkaan segmenttimuutosta. Klassisen neurover-
kon parhaaksi malliksi tarkkuuden 0.838, sekd F-arvon 0.787 perusteella osoittautui
malli My;. Kyseinen malli on taulukosta (4.1) katsottuna syva neuroverkko, jonka vir-
hefunktiona on risti-entropia ja kerroksien aktivointifunktiona Re LU. Mallit olivat
tarkkuuden, sekd f-arvon perusteella suhteellisen tasaisia, mutta huomionarvoista on
malli M», joka ei oppinut tunnistamaan positiivisia tuloksia. Tama voidaan nihda taulu-
kon (4.2) arvoista. Malli M, tasméllisyys ja herkkyys ovat 0, mutta johdonmukaisuus
on 1. Kyseinen malli luokitteli siis kaikki tulokset negatiiviseen ryhméin bindérisisti
tuloksista. Klassisilla neuroverkoilla toteutettujen ennustemallien saamat f-arvot vaih-
telivat muiden mallien osalta 0.716 ja 0.787 vililld. Tamai osoittaa mallien ennustavat

molempia luokkia suhteellisen tasaisesti.

Taulukko 4.2: Sosiaali- ja terveydenhuollon asiakkaan segmenttimuutoksen ennustami-
sen mittarit klassisiin neuroverkkoihin perustuvilla neuroverkkoarkkitehtuureilla

Malli | Tarkkuus | Tasmallisyys | Herkkyys | Johdonmukaisuus | F-arvo
M, 0,816 0,845 0,674 0,914 0,750
M, 0,590 0,000 0,000 1,000 0,000
M3 0,789 0,799 0,649 0,887 0,716
My 0,827 0,834 0,720 0,900 0,773
Ms 0,805 0,745 0,795 0,811 0,769
Mg 0,826 0,813 0,747 0,881 0,778
M7 0,795 0,751 0,746 0,829 0,748
M;g 0,822 0,799 0,755 0,868 0,777
My 0,818 0,877 0,647 0,937 0,744
M 0,801 0,752 0,768 0,824 0,760
My 0,838 0,855 0,729 0,914 0,787
M, 0,785 0,692 0,855 0,736 0,765

Taulukko (4.3) ndyttdd kuinka LSTM-neuroverkot onnistuivat ennustamaan sosiaali- ja
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terveydenhuollon asiakkaan segmenttimuutosta. LSTM-neuroverkkojen parhaaksi mal-
liksi tarkkuuden 0.854, sekd F-arvon 0.825 perusteella osoittautui malli M3. Kyseinen
malli on taulukosta (4.1) katsottuna matala neuroverkko, jonka virhefunktiona on MSE
ja kerroksien aktivointifunktiona Sigmoid. Tamén arkkitehtuurin mallit olivat myos
tarkkuuden, seké f-arvon perusteella suhteellisen tasaisia. Myoskddan mikdidn malli ei
padtynyt ennustamaan vain toista arvoista. F-arvot vaihtelivat mallien osalta 0.751 ja
0.825 vililla.

Taulukko 4.3: Sosiaali- ja terveydenhuollon asiakkaan segmenttimuutoksen ennustami-
sen mittarit LSTM-neuroverkkoihin perustuvilla neuroverkkoarkkitehtuureilla

Malli | Tarkkuus | Tasmaéllisyys | Herkkyys | Johdonmukaisuus | F-arvo
M3 0,854 0,840 0,810 0,886 0,825
My 0,840 0,822 0,794 0,874 0,808
Mis 0,848 0,842 0,789 0,891 0,814
Mg 0,853 0,850 0,793 0,897 0,821
M; 0,818 0,892 0,649 0,942 0,751
Mg 0,838 0,889 0,706 0,935 0,787
Mo 0,851 0,849 0,789 0,897 0,818
My 0,850 0,826 0,817 0,874 0,821
M>,; 0,832 0,920 0,661 0,958 0,769
M») 0,849 0,906 0,717 0,945 0,800
M>; 0,836 0,803 0,813 0,853 0,808
Moy 0,793 0,937 0,548 0,973 0,692

Taulukko (4.4) niyttad kuinka konvoluutioneuroverkot oppivat ennustamaan sosiaali- ja
terveydenhuollon asiakkaan segmenttimuutosta. Konvoluutioon pohjautuvan arkkiteh-
tuurin parhaaksi malliksi tarkkuuden 0.843, sekd F-arvon 0.807 perusteella osoittautui
malli My9. Kyseinen malli on taulukosta (4.1) katsottuna matala neuroverkko, jonka
virhefunktiona on risti-entropia ja kerroksien aktivointifunktiona Re LU. Huomioitavaa
on myOs kahden mallin M3, ja M35 epdonnistumiset, jossa mallit oppivat myos ennus-
tamaan vain negatiivisia tuloksia. F-arvot vaihtelivat muiden mallien osalta 0.763 ja
0.807 valilla.

Taulukoiden (4.2 - 4.4) perusteella voidaan havaita, ettd mallien tarkkuus ja f-arvo
vaihtelevat jossain méadrin. Vaihtelut pysyivit tarkkuuden osalta vililld 0.716 - 0.825,
poislukien ne mallit, jotka eivit oppineet ollenkaan ennustemaan segmenttimuutoksia.
Tuloksia vertaillen voidaan todeta, ettd LSTM-arkkitehtuuri oli selvisti soveltuvin arkki-
tehtuuri datan oppimiseen. LSTM-arkkitehtuurisssa kaikki mallit oppivat erottelemaan
positiivisia ja negatiivisia syotteitd. Lisdksi tarkkuuden ja f-arvon perusteella tehokkain

malli oli myos LSTM-arkkitehtuuriin perustuva.
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Taulukko 4.4: Sosiaali- ja terveydenhuollon asiakkaan segmenttimuutoksen ennustami-
sen mittarit konvoluutioneuroverkkoihin perustuvilla neuroverkkoarkkitehtuureilla

Malli | Tarkkuus | Tasmaéllisyys | Herkkyys | Johdonmukaisuus | F-arvo
M>s 0,823 0,757 0,813 0,830 0,784
My 0,832 0,801 0,763 0,876 0,782
M>; 0,792 0,695 0,846 0,757 0,763
Mg 0,843 0,783 0,833 0,849 0,807
My 0,842 0,852 0,726 0,918 0,784
M3 0,812 0,744 0,799 0,821 0,771
M3, 0,835 0,802 0,772 0,875 0,787
M3, 0,605 0,000 0,000 1,000 0,000
M33 0,834 0,874 0,678 0,936 0,764
M3y 0,843 0,815 0,778 0,885 0,796
M3s 0,605 0,000 0,000 1,000 0,000
Msg 0,817 0,736 0,837 0,804 0,783

Mikéin toteutetuista ennustemalleista ole optimoitu ennustamaan Pérjiddja-mallin mu-
kaista segmenttimuutosta. Testatut yhdistelmit olivat yksinkertaisia ja perustuivat
yleisiin kdytidntoihin sekd muihin tutkimuksiin. On todennikdistd, ettd on olemassa
parempia neuroverkkoihin perustuvia ennustemalleja, joilla voidaan saavuttaa suurempi
ennustetarkkuus tille datajoukolle. Tutkielman kokeellisen osuuden tulokset ovat kuiten-
kin lupaavia, ja niitd muokkaamalla voitaisiin mahdollisesti saavuttaa ennustevoimaltaan

vielidkin tehokkaampia neuroverkkoja.
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5. Johtopaatokset ja yhteenveto

Tama tutkielma rakentui kokeellisen osuuden ympirille. Kokeellisessa osuudessa tutkit-
tiin sosiaali- ja terveydenhuollon asiakkaan Pérjddja-mallin mukaisen segmenttimuu-
toksen ennustamista puolen vuoden pidhén. Tarkoituksena oli tuottaa mahdollisimman
tarkka segmenttimuutoksen ennuste neuroverkkojen avulla. Tamin liséksi tarkastelun
kohteena oli erilaisten neuroverkkoarkkitehtuurien vaikutus ennustemallien tarkkuuteen.
Tutkielman kokeellinen osuus pohjautui toteutettuun kirjallisuuskatsaukseen. Kirjalli-
suuskatsaus koostuu aiemmista tutkimuksista, jotka liittyvit sosiaali- ja terveydenhuollon
asiakkaan segmenttimuutoksen ennustamiseen. Tutkielmassa syvennyttiin myos sosiaali-

ja terveydenhuollon operatiivisten jirjestelmien tuottaman datan hyodyntdmiseen.

Kokeellisessa osuudessa ennustemallien koulutusta varten keritty datajoukko haet-
tiin Keski-Uudenmaan sote-kuntayhtymén tietovarastosta. Rakenteelliseksi tiedoksi
kerittiin yli 70-vuotiaiden sosiaali- ja terveydenhuollon asiakkaiden palvelumerkintoja,
jotka sisdlsivit ICD-10, ICPC-2 ja asiointitapa-koodeja. Lisdksi datajoukkoon kerittiin
asiakkaan perustiedot kuten iki, sukupuoli ja kunta. Keritty datajoukko muunnettiin
kuukausitason ryhmittelyiksi, ja asiakkaan jokaiselle kuukaudelle tehtiin Pirjddja-mallin
mukainen dynaaminen segmentointi. Koulutusdata koostettiin kymmenen kuukauden
jaksoiksi, ja koulutuksen kohteeksi otettiin kuuden kuukauden jilkeinen kuukausi,
viimeisimmasti asiakkaan palvelutapahtumamerkinnéstid. Dynaamisen segmentoinnin
perusteella padteltiin, tapahtuiko segmenttimuutos verkosto-asiakkuusryhméiin vai ei.
Kokeellisessa osuudessa valittiin kaytettdviaksi klassinen neuroverkkoarkkitehtuuri,
LSTM-arkkitehtuuri ja konvoluutioneuroverkkoarkkitehtuuri. Jokaista arkkitehtuuria
varten tehtiin useita parametriyhdistelmid, joissa neuroverkon syvyytta lisédttiin, akti-
vointifunktioita muutettiin ja virhefunktioita vaihdettiin. Ajan ja resurssien rajallisuuden

takia muita parametreja ei vertailtu kokeellisessa osuudessa.
Luvussa 5.1 kootaan vastauksia ensimmadiseen tutkimuskysymykseen. Luvussa 5.2

syvennytidin tutkielman 16ydoksiin toisen tutkimuskysymyksen osalta. Luku 5.3 kisit-

telee viimeisen tutkimuskysymykseen l0ytyneitd vastauksia. Luvussa 5.4 kisitelladan
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tutkielman kokeellisessa osuudessa tuotettujen ennustemallien vaikutuksia. Viimeisessi

luvussa 5.5 perehdytéén tutkielman mahdollisiin jatkotutkimusaiheisiin.

5.1 Ensimmidinen tutkimuskysymys

Téssd tutkielmassa tutkittiin, kuinka sosiaali- ja terveydenhuollon dataa voidaan keriti,
jotta sitd voidaan hyddyntdd koneoppimisen ennustemallien kouluttamisessa. Luvussa
3.2 tarkasteltiin sosiaali- ja terveydenhuollon tuottaman tiedon ominaisuuksia, joista
keskeiseksi tekijiksi muodostui datan siiloutuminen ja poikkeavat tietorakenteet. Luvus-
sa 3.2.3 perehdyttiin tietovaraston toteutukseen Suomessa kehitetyn késitemallinnuksen
avulla. Kéasitemallinnus ja oikein toteutettu tietovarastointi pystyvit yhdistimaén sii-
loutuneita operatiivisia tietojirjestelmid yhtendisiksi kokonaisuuksiksi. Lisédksi luvussa
3.2.1 kasiteltiin erilaisia sosiaali- ja terveydenhuollon koodistoja. Naiden koodistojen
avulla pystytdan muodostamaan dataa, joka on samanlaista kansallisesti tai jopa kan-
sainvilisesti. Koodistot ja standardit ovat siis merkittivissd asemassa, silld sosiaali- ja

terveydenhuollon operatiiviset jarjestelmét kayttivit néitd koodistoja.

Toisaalta sosiaali- ja terveydenhuollon operatiiviset tietojarjestelmét voivat vaikeuttaa
datan yhdistamisen prosessia, koska ne tallentavat dataa erimuodossa. Voidaan kuitenkin
todeta, ettd sosiaali- ja terveydenhuollon dataa voidaan keritd operatiivisista tietojér-
jestelmistd hyodyntéen tietovarastoinnin tekniikoita ja Suomessa kehitettya sosiaali- ja
terveydenhuollon kasitemallinnusta. Lisédksi luvussa 3.2.4 kasiteltiin, kuinka tietova-
rastossa olevaa dataa voidaan hyodyntda koneoppimisen koulutuksessa. Esimerkiksi

dimensio- ja faktataulut vihentédvit datan késittelyssad vaadittavaa prosessointitehoa.

5.2 'Toinen tutkimuskysymys

Tutkielmassa tutkittiin sitd, kuinka tarkasti neuroverkot pystyvit ennustamaan sosiaali-
ja terveydenhuollon asiakkaiden segmenttimuutoksia. Paras ennustetarkkuus kokeelli-
sessa osuudessa tuotetuilla ennustemalleilla oli 0.853. Tdma tulos saatiin hyodyntamalla
kaikkia palvelumerkinnoisté saatavia koodistoja sekd asiakkaan perustietoja. Parhaan
tarkkuuden ennustemalli M3 perustui LSTM-arkkitehtuuriin, jonka ensimmaisessi
kerroksessa oli 64 neuronia ja vastekerroksessa 1 neuroni. Kaikissa kerroksissa kéytettiin
Sigmoid-aktivointifunktiota ja virhefunktiona oli MSE-funktio. Parhaan tarkkuuden
ennustemalli sai myos parhaan f-arvon 0.825, joka kertoo ennustemallin tasapainosta

sekaannusmatriisissa. Saavutettu tarkkuus oli hyvd, kun vertaillaan muihin sosiaali- ja
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terveydenhuollossa oleviin neuroverkoilla toteutettuihin ennustemalleihin (Morid ym.,
2020; Ng ym., 2020). Toisaalta suora ennustemallien vertailu tutkimusten vélilld on
haasteellista, koska kaytetty data seki ennustettava luokka eivit vastaa tdysin muiden
tutkimuksien ldhtokohtia. Liséksi viitatuissa tutkimuksissa datamiird, ennusteen pituus
ja ikdryhmat vaihtelivat paljon. Tutkielman kokeellisen osuuden datajoukko oli huomat-
tavasti pienempi, miké voi omalta osaltaan selittdd, miksi tarkkuus jdi muita tutkimuksia

alhaisemmaksi.

Tutkielmassa perehdyttiin kirjallisuuskatsauksen avulla neuroverkkojen ennustetarkkuu-
teen sosiaali- ja terveydenhuollon asiakkaan segmenttimuutoksien suhteen. Luvussa
3.3 kiytiin ldpi kirjallisuuskatsauksena muutamia tutkimuksia. Morid ym. (2020) to-
teuttaman tutkimuksen kokeellisen osuuden tarkkuus oli 0.9453. Tissi tutkimuksessa
ennustettiin potilaan segmenttimuutosta kalleimpaan kustannusluokkaan. Tama ennus-

temalli toteutettiin konvoluutioarkkitehtuurin avulla.

Kokeellisen osuuden ja kirjallisuuskatsauksen perusteella voidaan todeta, ettd neu-
roverkkojen kyky ennustaa sosiaali- ja terveydenhuollon asiakkaan segmenttimuutosta
on erittdin hyvi. Kokeellisessa osuudessa huomattiin myos, ettei kaikki neuroverk-
koyhdistelmit ole kykenevid ennustamaan sosiaali- ja terveydenhuollon asiakkaan
segmenttimuutoksia. Neuroverkkojen parametriyhdistelmét vaikuttavat siis vahvasti

ennustemallien tarkkuuteen.

5.3 Kolmas tutkimuskysymys

Tutkielmassa tutkittiin neuroverkkoarkkitehtuurien vaikutusta ennustemallien suoritus-
kykyyn. Vertailtavat arkkitehtuurit olivat klassinen neuroverkkoarkkitehtuuri, LSTM-
arkkitehtuuri ja konvoluutioneuroverkkoarkkitehtuuri. LSTM-arkkitehtuurilla tuotetut
ennustemallit olivat keskiméaraisesti tarkempia sekéa f-arvoiltaan suurempia kuin mui-
den arkkitehtuurien ennustemallit. Lisdksi LSTM-arkkitehtuurilla tuotettu ennustemalli
oli kaikista malleista paras tarkkuuden ja f-arvon mittareilla. Kokeellisessa osuudessa
huomattiin my®0s, ettd osa klassiseen neuroverkkoarkkitehtuuriin ja konvoluutioarkkiteh-
tuuriin perustuvista malleista ei oppinut ennustamaan segmenttimuutosta. Nama mallit
padtyivit ennustamaan, ettd segmentti ei muutu, miké johti huonoon lopputulokseen

tarkkuuden ja f-arvon kannalta.

Lisiksi luvussa 2.4 perehdyttiin kokeellisessa osuudessa kiytettyihin neuroverkkoark-

kitehtuureihin. Tutkielmassa huomattiin, ettdi LSTM-neuroverkot ja konvoluutioneu-
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roverkot toimivat erilaisen datajoukon kanssa. LSTM-neuroverkot ovat tehokkaita
peridkkdisen aikasarjadatan kanssa, kun taas konvoluutioneuroverkot ovat tehokkaita
harvemman datajoukon kanssa. Myos opettamiseen liittyvid eroja huomattiin. Voidaan
siis todeta, ettd arkkitehtuurilla on suuri vaikutus sosiaali- ja terveydenhuollon asiakkaan

segmenttimuutoksen ennusteen tarkkuuteen.

5.4 Tulosten vaikutusten arviointi

Tutkielman kokeellisessa osuudessa tuotettuja ennustemalleja tullaan hydodyntaméin
Keski-Uudenmaan sote -kuntayhtymén tietovarastointihankkeessa. Valitun ennustemal-
lin avulla voidaan tuottaa tietovarastolla oleville sosiaali- ja terveydenhuollon asiakkaille
ennuste seuraavan kuukauden padstid segmenttimuutoksen riskistd. Suuri maéri ennus-
teita mahdollistaa my0s tietojohtamisen tasolla hyotyjd. Esimerkiksi organisaatiotasolla
voidaan mallin tuottamien ennusteiden avulla arvioida, kuinka palvelutarpeen miiri
tulee muuttumaan. Télld tavoin suurempiin hoitotarpeisiin pystyttiisiin mahdollisesti va-
rautumaan, jolloin sosiaali- ja terveydenhuollon palvelut eivit ruuhkautuisi yhtéd paljon.
Tutkielman kokeellisessa osuudessa saavutettu tarkkuus 0.853 on hyodynnettivissd mal-
lissa mielesténi riittiva, silld tarkoitus on 10ytda asiakkaita, joiden riskit ovat suuremmat.
Sosiaali- ja terveydenhuollon asiakkaita on todella paljon, ja resurssien ohjaus on tissi
kontekstissa erittdin tirkedd. Tutkielmassa tuotettu malli antaa lukuarvon 0 ja 1 vililta.
Ennustemallin mukaan lukuarvo 1 viittaa hyvin suureen segmenttimuutoksen riskiin.
Téstd syystd sosiaali- ja terveydenhuollon asiakkaille voitaisiin esittdd riskilukua, joka

voisi auttaa resurssien kohdentamisessa.

Kokeellisessa osuudessa tuotetun mallin ei ole tarkoitus toimia lddkinnélliseen laittee-
seen verrattavana vilineend, eikd sen perusteella ole tarkoitus toteuttaa mitidin sosiaali-
ja terveydenhuollon péétoksii. Sitd voidaan kuitenkin mahdollisuuksien mukaan kiyttaa
asiakkaiden riskien tunnistamiseen, sekd organisaation tasolla tapahtuvaan tiedolla
johtamiseen. Tastd syystd vaarit luokittelut, eivit aiheuta sosiaali- ja terveydenhuol-
lon asiakkaiden kannalta haittapuolet ovat hyvin vihiiset. Tarkoituksena on toimia

tyokaluna, jonka avulla riskeji voidaan tunnistaa.

5.5 Jatkotutkimuskohteet

Kokeellinen osuus oli tarkasti rajattu ajan ja resurssien rajallisuudesta johtuen. Jatkotut-

kimusta voisi tehda useista aihealueista. Kayttoon otetuista 1603:sta parametrista, jotka
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sisdlsivit perustiedot, ICD-10, ICPC-2 ja asiointitavan koodit, voisi tutkia tarkemmin
esimerkiksi hierarkiatason valinnan vaikutuksia tuloksiin. Lisiksi tietovaraston muita
tietoja voisi mahdollisesti myos hyodyntaa, ja tutkia sitd, miten ndma tiedot vaikuttaisi-
vat ennustemallien suorituskykyyn. Neuroverkkojen arkkitehtuuriin ja parametrisoitiin
voisi my0Os keskittdd paljon jatkotutkimusta, silld tutkielmassa tuotetut 36 ennustemallia
olivat hyvin yksinkertaisia rakenteeltaan ja yleisiltd parametreiltaan. Kaikkia niitd osia
ja niiden vaikutuksia voitaisiin jatkotutkia seki kehittda lisdd tulevaisuudessa. Aktivoin-
tifunktioiden, virhefunktioiden ja optimointialgoritmien vaikutusta ennustemalleihin
voitaisiin tutkia laajemmin. Neuroverkkojen kerroksien miiri, neuronien maara seka
muut neuroverkoissa usein kiytetyt toteutustavat ovat hyvin potentiaalisia tutkimuskoh-
teita ennustemallin suorituskyvyn kannalta. Yksi potentiaalinen tutkimuskohde olisi
my0s datan esikisittely ja sen vaikutukset ennustemalliin. Esimerkiksi autoenkoodaajan

(Autoencoder) kdyton vaikutuksista voisi tehda jatkotutkimusta.

Kokeellisessa osuudessa tutkittiin ainoastaan Pirjadja-mallin mukaisen segmentaa-
tion muutosta verkosto-asiakkuudeksi kuuden kuukauden padhin. Jatkotutkimusta voisi
tehdd esimerkiksi ennustepituuden kasvattamisesta 12, 24 tai jopa 36 kuukauteen.
Lisdksi ennustemallista voisi tehdd binddrisen luokitteluennustajan sijasta moniluok-
kaisen ennustemallin, jossa sosiaali- ja terveydenhuollon asiakkaan tuleva segmentti
ennustetaan datan perusteella. Esimerkiksi Pérjadja-mallin mukainen moniluokkainen
ennustaminen olisi tehokas tapa organisaation tasolla hallinnoida kaikkia sosiaali- ja
terveydenhuollon asiakkaita. Tdlloin ennustetta voitaisiin hyodyntédd resurssitarpeen
tai kustannusten arviointiin. Myos erilaiset segmentointimallit olisivat yksi jatkotutki-
muksen aihe. Esimerkiksi luvussa 3.1 mainitun Bridges to Health -mallin mukainen
segmenttimuutoksen ennustaminen olisi todella mielenkiintoinen vaihtoehto segmentti-

muutosten ennustamiseen Suomen sosiaali- ja terveydenhuollossa.
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